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АНОТАЦІЯ
Магістерська робота містить 60 сторінок, 23 рисунків, 8 таблиць, список використаних джерел із 36 найменувань.
Метою роботи є розроблення автоматизованої системи контролю технічного стану відцентрових нагнітачів газоперекачувальних агрегатів на основі методів машинного навчання та глибинних нейронних мереж. Система спрямована на раннє виявлення аномалій, прогнозування відмов та підвищення надійності газотранспортного обладнання.
Об’єктом дослідження є процес контролю технічного стану відцентрових нагнітачів, що працюють у складі газоперекачувальних агрегатів.
Предметом дослідження є методи, моделі та алгоритмічні підходи діагностики стану відцентрових нагнітачів з використанням нейронних мереж та методів аналізу часових рядів.
У першому розділі наведено аналіз конструкції та принципів роботи відцентрових нагнітачів, типових механізмів їх деградації, характерних відмов і сучасних методів технічної діагностики. 
У другому розділі описано математичні моделі та методи машинного навчання, що застосовуються у діагностиці обладнання, включаючи VAR-модель, багатошаровий персептрон, LSTM-мережу та LSTM-автоенкодер. 
У третьому розділі подано експериментальні дослідження, включаючи підготовку даних, вибір характеристик, проведення навчання моделей, оцінювання точності та порівняння їх ефективності. 
Результати роботи підтверджують ефективність застосування глибинного навчання у системах технічної діагностики та його придатність для впровадження у промислові системи моніторингу компресорних станцій.
КЛЮЧОВІ СЛОВА: ВІДЦЕНТРОВИЙ НАГНІТАЧ, ГАЗОПЕРЕКАЧУВАЛЬНИЙ АГРЕГАТ, ТЕХНІЧНИЙ СТАН, ПРОГНОЗНЕ ОБСЛУГОВУВАННЯ, МАШИННЕ НАВЧАННЯ, НЕЙРОННІ МЕРЕЖІ, LSTM, АВТОЕНКОДЕР, ЧАСОВІ РЯДИ, ВИЯВЛЕННЯ АНОМАЛІЙ.
ANNOTATION
The master's thesis contains 60 pages, 23 figures, 8 tables, and a reference list of 36 sources.
The aim of the thesis is to develop an automated system for monitoring the technical condition of centrifugal compressors used in gas pumping units based on machine learning methods and deep neural networks. The system is designed for early anomaly detection, failure prediction, and improving the reliability of gas transportation equipment.
The object of the research is the process of monitoring the technical condition of centrifugal compressors operating within gas pumping units.
The subject of the research includes methods, models, and algorithmic approaches for diagnosing the condition of centrifugal compressors using neural networks and time-series analysis techniques.
The first chapter provides an analysis of the design and operating principles of centrifugal compressors, typical degradation mechanisms, characteristic failures, and modern diagnostic techniques. 
The second chapter describes mathematical models and machine learning methods applicable to equipment diagnostics, including the VAR model, multilayer perceptron, LSTM network, and an LSTM-based autoencoder. 
The third chapter presents experimental studies, including data preparation, feature selection, model training procedures, accuracy evaluation, and performance comparison. 
The results confirm the effectiveness of deep learning methods in technical diagnostics and their suitability for integration into industrial monitoring systems at compressor stations.
KEYWORDS: CENTRIFUGAL COMPRESSOR, GAS PUMPING UNIT, TECHNICAL CONDITION, PREDICTIVE MAINTENANCE, MACHINE LEARNING, NEURAL NETWORKS, LSTM, AUTOENCODER, TIME SERIES, ANOMALY DETECTION.
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ВСТУП
Актуальність теми
Сучасні газотранспортні системи є складними технічними комплексами, ефективність та безпечність роботи яких значною мірою залежать від надійності відцентрових нагнітачів газоперекачувальних агрегатів. В умовах зростання обсягів транспортування природного газу, підвищених вимог до енергоефективності та жорстких стандартів безпеки виникає потреба у впровадженні інтелектуальних методів моніторингу технічного стану обладнання. Традиційні системи діагностики та планового технічного обслуговування не забезпечують належної швидкості реакції на деградаційні процеси, оскільки ґрунтуються переважно на фіксованих інтервалах перевірок і обмеженому наборі діагностичних ознак. У цьому контексті актуальним стає використання підходів прогнозного технічного обслуговування, заснованих на аналізі великих обсягів даних і методах машинного навчання, зокрема нейронних мереж. Саме інтелектуальні моделі дають змогу виявляти приховані ознаки наближення відмов на ранніх стадіях, прогнозувати поведінку агрегатів і підвищувати надійність систем транспортування газу.
Обґрунтування вибору теми дослідження.
Відцентрові нагнітачі є ключовими елементами газоперекачувальних агрегатів, а їхні несправності призводять до значних економічних втрат, вимушених зупинок станцій, підвищення ризиків аварій та перевитрат енергії. Водночас сучасні технології дозволяють отримувати високочастотні дані про роботу нагнітачів, включно з вібраційними сигналами, температурними параметрами, тиском, частотою обертання тощо. Проте ефективне використання таких даних потребує моделей, здатних до адаптації, виявлення аномалій і прогнозування складних динамічних процесів. Нейронні мережі, особливо архітектури LSTM та автоенкодери, демонструють високу ефективність у вирішенні задач прогнозування технічного стану обладнання. Це обумовлює вибір теми, спрямованої на розроблення автоматизованої системи діагностики та прогнозування несправностей відцентрових нагнітачів.
Мета і завдання дослідження.
Метою магістерської роботи є розроблення автоматизованої системи контролю технічного стану відцентрових нагнітачів газоперекачувальних агрегатів на основі методів машинного навчання та нейронних мереж, здатної забезпечити прогнозування відмов і своєчасне виявлення аномалій.
Для досягнення мети визначено такі завдання:
– виконати аналіз технічного стану нагнітачів і типових причин їх відмов;
– дослідити сучасні підходи та моделі прогнозного обслуговування;
– обрати та обґрунтувати методи моделювання технічного стану на основі нейронних мереж;
– сформувати оптимальний набір ознак і підхід до попередньої обробки даних;
– розробити та реалізувати моделі VAR, MLP, LSTM і автоенкодера;
– провести експериментальне оцінювання ефективності моделей за відповідними метриками;
– інтегрувати результати в концепцію автоматизованої системи контролю технічного стану.
Об’єкт дослідження — процеси контролю та прогнозування технічного стану відцентрових нагнітачів газоперекачувальних агрегатів.
Предмет дослідження — методи, моделі та алгоритми нейромережевого аналізу та прогнозування деградації технічного стану нагнітачів на основі експлуатаційних даних.
Методи дослідження.
У роботі застосовано системний аналіз для вивчення структури та роботи нагнітачів; методи математичного моделювання та статистичного аналізу для виявлення закономірностей у даних; нейронні мережі (MLP, LSTM, автоенкодер) для побудови моделей прогнозування та виявлення аномалій; експериментальні методи для перевірки працездатності моделі та порівняння алгоритмів.
Наукова новизна отриманих результатів.
У роботі запропоновано комплексний підхід до оцінювання технічного стану відцентрових нагнітачів, що поєднує методи часових рядів та нейронних мереж. Розроблено та адаптовано модель LSTM-автоенкодера для виявлення аномалій у поведінці нагнітачів на основі експлуатаційних сигналів. Удосконалено методику відбору значущих ознак та попередньої обробки даних для задач прогнозного обслуговування в умовах шумових та неповних вимірювань.
Зв’язок роботи з науковими програмами, планами, темами та грантами
Дослідження виконано в руслі сучасних наукових напрямів з цифровізації промислових об’єктів, розвитку концепцій Industry 4.0 та впровадження інтелектуальних систем технічної діагностики. Робота узгоджується з темами, що розробляються в галузі машинного навчання для технічної діагностики обладнання та систем моніторингу стану машин.
Практичне значення отриманих результатів
Результати дослідження можуть бути застосовані в системах моніторингу газоперекачувальних агрегатів, промислових центрах діагностики, на компресорних станціях та підприємствах газотранспортної інфраструктури. Запропоновані моделі дозволяють підвищити точність виявлення аномалій, своєчасно прогнозувати несправності, зменшити кількість аварійних зупинок та оптимізувати витрати на технічне обслуговування. Розроблена система може бути інтегрована в існуючі SCADA-рішення та платформи промислового інтернету речей.
Структура та обсяг магістерської роботи
Робота складається зі вступу, трьох розділів та висновків. Загальний обсяг роботи становить 63 сторінки, містить 23 рисунок, 8 таблиці та список використаних джерел із 36 найменувань.




РОЗДІЛ 1
 АНАЛІЗ СТАНУ ТЕХНІЧНОГО ОБЛАДНАННЯ ТА ПІДХОДІВ ДО ПРОГНОЗНОЇ ДІАГНОСТИКИ
На сьогоднішній день більшість виробничих процесів все ще контролюються та керуються спеціалізованими операторами-людьми, які, однак, не завжди можуть оперативно втрутитися у разі можливих поломок. Поява машинного навчання та Інтернету речей (IoT) проклала шлях для створення автоматизованих рішень. Ці технології дозволяють контролювати виробничі процеси та впроваджувати систему прогнозного обслуговування, що може зменшити частоту технічного обслуговування та поломок.
У цій роботі розглядається випадок виявлення аномалій на нафтопереробному заводі, що належить Neste, з використанням вимірювань, зібраних з різних відцентрових насосів, у вигляді багатовимірних даних часових рядів. Neste є найбільшим виробником відновлюваного дизельного палива та відновлюваного реактивного палива у світі, з нафтопереробними заводами в Порвоо, Роттердамі та Сінгапурі. Нафтопереробний завод у Порвоо має чотири виробничі лінії та понад 40 виробничих одиниць, потужність переробки сирої нафти становить приблизно 10,5 мільйонів тонн на рік, а найважливішими продуктами є транспортне паливо (дизельне паливо, бензин), суднове паливо та базова олива. Це дослідження буде зосереджено на трьох насосах, розташованих у Порвоо, які відіграють фундаментальну роль у процесі переробки, а належне функціонування яких є критично важливим.
Виявлення аномалій є складним завданням через складність даних та необхідну високу точність. Дійсно, дані, доступні для цього типу застосування, часто обмежені, дуже незбалансовані та нерегулярні. Протягом багатьох років було запропоновано різні підходи, всі з яких можна простежити до трьох основних макрокатегорій.
Перший клас – це підходи, засновані на правилах. Правила визначаються переважно шляхом використання апріорних знань та статистичного аналізу. Однак обмеження, що накладаються даними, та потреба в конкретних знаннях роблять ці підходи неузагальнюваними та негнучкими до нових типів відмов. Друга група методів базується на моделях класифікації машинного навчання, які легше узагальнювати та гнучкіші порівняно з підходами, заснованими на правилах.
Однак відсоток аномальної поведінки в даних виявлення аномалій часто дуже обмежений, і класифікатори погано працюють на незбалансованих наборах даних. Третій підхід базується на моделі прогнозування часових рядів, здатній передбачати нормальну поведінку машини. Процес навчання цієї моделі виграє від великої доступності неаномальних даних, а похибка, розрахована між очікуваними та фактичними значеннями, буде використана для виявлення аномалій. Методологія, реалізована в цій роботі, належить до останньої описаної категорії, яка називається підходом прогнозування. Були порівняні різні моделі прогнозування, аналізуючи, яка з них здатна виявляти збої з більшою точністю. Модель векторної авторегресії була обрана як базова, тоді як з різних літературних реалізацій для порівняння були обрані багатошаровий перцептрон, мережі з довгою короткочасною пам'яттю та мережі автоенкодера з довгою короткочасною пам'яттю.
1.1.  Газоперекачувальні агрегати та їх роль у газотранспортних системах
Газоперекачувальні агрегати (ГПА) є основним технологічним обладнанням газотранспортних систем, що забезпечує транспортування природного газу магістральними газопроводами шляхом компримування газу на компресорних станціях. Відцентрові компресори характеризуються високою надійністю, компактністю конструкції та ефективністю роботи. Проте відцентрові нагнітачі ГПА працюють в екстремальних умовах високих тисків, температур та навантажень, що призводить до інтенсивного зношування їх компонентів. Своєчасне виявлення та прогнозування несправностей є критично важливим для забезпечення безперервності газопостачання, попередження аварійних ситуацій та оптимізації витрат на обслуговування [30].
Традиційно проводяться поточні та капітальні ремонти системи за регламентом, однак така стратегія не є оптимальною з точки зору економічної ефективності та надійності роботи обладнання.
Для моніторингу технічного стану ГПА між ремонтами, оптимізації періодичності їх проведення та завчасного попередження про вихід агрегату з номінального стану розроблено ряд неруйнівних методів контролю технічного стану. Ці методи поділяються на параметричні (базуються на аналізі робочих параметрів системи - температура та тиск на різних вузлах ГПА, частота обертання турбін, хімічний склад продуктів згорання) та віброакустичні (базуються на аналізі вібраційних та акустичних коливань).
За останні роки спостерігається стрімкий розвиток інтелектуальних систем діагностики обертового обладнання на основі методів машинного навчання та глибоких нейронних мереж. Ці підходи дозволяють здійснювати автоматичне виявлення дефектів, класифікацію типів несправностей та прогнозування залишкового ресурсу обладнання з високою точністю.
1.2. Конструкція та принцип роботи компресорного обладнання
Принцип роботи гвинтових компресорів з масляним впорскуванням полягає в тому, що два ротори, зовнішній та внутрішній, розміщені в одному корпусі. Оскільки зовнішній ротор обертає переплетений гвинт, він утворює камеру стиснення з внутрішнім ротором (рис. 1.1). Ця камера зменшується в об'ємі та таким чином стискає повітря. У компресорах, заповнених маслом, або компресорах з масляним впорскуванням масло використовується для покращення герметизації та охолодження, що зменшує необхідність жорстких допусків.
Компресор, предметом цього випадку використання, є гвинтовий компресор з масляним упорскуванням GA132, встановлений на сталеливарному заводі. Цей гвинтовий компресор відомий своєю надійністю та високою продуктивністю для промислового застосування, у нашому випадку використання цей компресор є предметом надзвичайного попиту через особливості заводу та використання тривалого робочого та безперервного часу.
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Рис. 1.1. Схема роботи компресора з масляним впорскуванням
Однак, вищі температури впливають на деградацію компресорів, прискорюючи знос, збільшуючи споживання енергії та знижуючи ефективність. Отже, температура часто включається як критична змінна в моделі деградації для точної оцінки стану та продуктивності компресора з часом.
Сучасні вітрові турбіни є складними пристроями, що складаються з ротора з лопатями, генератора та допоміжного обладнання, які перетворюють кінетичну енергію вітру на електроенергію.
Принцип роботи вітрової турбіни полягає в перетворенні кінетичної енергії вітру на механічну енергію обертання вала з подальшим перетворенням її на електричну енергію. Набегаючий потік вітру впливає на лопаті вітроколеса, створюючи обертаючий момент. Під дією цього моменту вітроколесо, з’єднане через торсіонний вал з редуктором, починає обертатися. Обертання вітроколеса передається на редуктор через шліцеве з’єднання та через комбіновану муфту вільного ходу на генератор. Генератор виробляє електричну енергію. Постійність швидкості обертання генератора забезпечується системою керування вітротурбіною.
Класифікація вітрових турбін за орієнтацією осі є основним способом їхньої категоризації. Існує два головних типи вітрових турбін — вітротурбіни з горизонтальною віссю (HAWT) та вітротурбіни з вертикальною віссю (VAWT).
HAWT — це найпоширеніший і найвідоміший тип вітрової турбіни. Основний вал ротора та електрогенератор розташовані на вершині вежі (у гондолі) і повинні бути спрямовані проти вітру. Ротор обертається навколо горизонтальної осі, паралельної до землі. Основні переваги цього типу: висока ефективність, регульований кут атаки лопатей, що дозволяє збирати максимум енергії вітру залежно від пори дня та сезону, можливість встановлення на високих вежах. Проте є й недоліки: потреба в додаткових механізмах для орієнтації та регулювання кута лопатей, генератор і редуктор розташовані на вершині вежі, що вимагає масивної та дорогої конструкції вежі й ускладнює обслуговування, складний монтаж і транспортування, необхідність активно повертатися проти вітру, що робить їх менш придатними для сильно турбулентних і змінних вітрових умов.
У VAWT ротор обертається навколо вертикальної осі, перпендикулярної до землі. Головна перевага таких турбін — вони можуть приймати вітер з будь-якого напрямку без необхідності переорієнтації. Крім того, у VAWT генератор і редуктор можуть розміщуватися біля основи турбіни, що полегшує обслуговування та робить конструкцію вежі простішою й дешевшою. Інші переваги VAWT: менший шум, краща робота в турбулентності, легший монтаж і транспортування. Але є й недоліки: нижча ефективність, обмежена масштабованість, більші динамічні навантаження на основу. Через ці недоліки VAWT застосовуються в обмежених сферах — переважно в малих системах або за особливих умов (турбулентність, обмежений простір, міські території).
Вітрові турбіни також класифікують за схемою передачі потужності: редукторні (geared) та безредукторні прямого приводу (direct-drive). Редукторні турбіни використовують мультиплікатор для збільшення швидкості обертання генератора. Основний недолік — складність конструкції та потреба в регулярному обслуговуванні. Безредукторні турбіни прямого приводу застосовують генератори на постійних магнітах. Вони надійніші, мають менші механічні втрати та менше рухомих частин, але маса генератора більша, а вартість вища.
Сучасні вітрові турбіни можуть працювати як із постійною, так і зі змінною швидкістю обертання ротора, при цьому принципи керування залежать від зони роботи. Робочий профіль вітротурбіни визначається чотирма діапазонами швидкості вітру. Ці зони показано на енергетичній характеристиці вітротурбіни на рис. 1.2.
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Рис. 1.2. Робочі зони вітрової турбіни залежно від швидкості вітру 
Як видно на рис. 1.2, зона I — неактивна, коли вітер занадто слабкий для початку обертання, потужність дорівнює нулю. У зоні II турбіна починає обертатися, і вихідна потужність зростає до досягнення номінальної. Від номінальної швидкості до швидкості відключення («cut-out») турбіна працює в зоні III, підтримуючи постійну номінальну потужність. У цій зоні турбіна видає максимальну паспортну потужність незалежно від зростання швидкості вітру. І нарешті, у зоні IV швидкість вітру досягає небезпечного рівня. Для запобігання руйнуванню конструкції турбіну вимикають і застосовують механічне гальмо.
Для координації роботи всіх підсистем вітротурбіни та визначення оптимальних параметрів під поточні вітрові умови існує система керування турбіною. Сучасна система керування вітровою турбіною складається з кількох підсистем, кожна з яких відповідає за певну функцію, але їхня робота узгоджена між собою. Основні цілі системи керування:
– максимізація вироблення енергії в робочому діапазоні вітру; – захист обладнання від перевантажень і пошкоджень; – забезпечення якості енергії, що постачається в мережу (для мережевих турбін).
Сьогодні доцільно виділяти такі підсистеми керування вітровими турбінами: – система регулювання кута атаки лопатей (pitch-control); – система орієнтації гондоли за вітром (yaw control); – система керування моментом (torque control); – електрична система керування.
Система pitch виконує дві основні функції: керування моментом у зоні часткового навантаження та захист від перевантаження при наближенні до номінальної потужності й при сильному вітрі. Кожна лопать має власний електромеханічний або гідравлічний привід біля основи. Система керування в реальному часі відстежує потужність генератора та швидкість вітру. За нормального вітру лопаті повертаються під оптимальним кутом для максимального вилучення енергії. При сильному вітрі (вище номінального), коли потужність наближається до граничної, контролер наказує приводам повернути лопаті на менший кут атаки. Лопать «ріже» вітер, зменшуючи підйомну силу. Це не дозволяє потужності перевищити номінальну. Для повної зупинки або паркування лопаті повертають на 90° (у положення «флюгер»), стаючи паралельно вітру. Це майже повністю зупиняє обертання. Регулювання pitch може бути колективним (одночасний поворот усіх лопатей) або індивідуальним (регулювання кожної лопаті окремо для зменшення навантажень).
Система yaw повертає гондолу турбіни проти вітру, щоб лопаті завжди були оптимально орієнтовані. Основні завдання: максимізація збору енергії, запобігання перекосам навантажень, зменшення циклічних навантажень на лопаті. Сучасні системи застосовують фільтрацію турбулентності, щоб уникнути надмірних рухів приводу.
Система керування моментом регулює електромагнітний момент і швидкість обертання генератора для оптимального збору енергії. У режимі часткового навантаження система забезпечує дотримання траєкторії максимальної потужності (MPPT). Важливим завданням є точна оцінка швидкості та характеристик вітрового потоку.
Контролери приводу та перетворювача (електрична система керування) регулюють активну та реактивну потужність, поведінку при провалах напруги (fault-ride-through), зсув фаз, гармоніки (якість електроенергії).
Слід визнати, що організація системи керування залежить від типу вітротурбіни, її номінальної потужності та призначення.
Для великих комерційних турбін (1 МВт і вище) сьогодні домінує концепція Variable-Speed Pitch-Controlled (VSPC) — змінна швидкість обертання з регулюванням кута атаки лопатей. Завдяки змінній швидкості турбіна може обертатися з різною швидкістю залежно від вітру, що забезпечує оптимальне аеродинамічне співвідношення швидкостей і максимізує ККД. При сильному вітрі система pitch активно повертає лопаті, зменшуючи їхню підйомну силу та обмежуючи потужність номінальним рівнем. Це найефективніший метод захисту.
Системи керування малих вітротурбін в автономному режимі суттєво відрізняються. Вони простіші, дешевші і, на жаль, менш надійні. Регулювання та захист поєднують аеродинамічне гальмування (furling), контроль відхилення лопатей і електричне гальмування.
Аеродинамічне гальмування (furling) допомагає контролювати швидкість обертання. При надто сильному вітрі тиск на ротор зростає, що призводить до зміщення хвостового стабілізатора або відведення всього ротора назад. Це різко зменшує ефективну площу та швидкість обертання. Система повністю механічна/аеродинамічна, без електроніки, дуже надійна й дешева, але має інерційність і не завжди спрацьовує миттєво.
Контроль відхилення лопатей або пасивний stall-контроль регулює швидкість. Лопаті жорстко зафіксовані під постійним кутом. При перевищенні швидкості вітру на лопатях виникає турбулентний потік (зрив потоку), який природно обмежує підйомну силу й обертання. Це пасивний ефект.
Електричне гальмування через навантаження зменшує оберти генератора. Коли напруга на генераторі досягає граничного значення, контролер під’єднує баластне навантаження (наприклад, потужні резистори, нагрівальні елементи). Генератор переходить у режим близький до короткого замикання, створюючи великий гальмівний момент. Це ключовий елемент безпеки автономних систем: захищає акумулятор від перезаряду, а саму турбіну від «розгону» на холостому ходу.
Окрім того, в автономних вітротурбінах є система керування зарядом акумулятора (charge controller). Основні функції: випрямлення змінного струму від генератора в постійний для заряду АКБ, відстеження точки максимальної потужності (MPPT), багатоступеневий заряд акумулятора, вмикання/вимикання dump load. Сучасні MPPT-контролери постійно підлаштовують електричне навантаження на генератор, вичавлюючи максимум потужності за будь-якої швидкості вітру. Це дає до 30 % приросту ефективності порівняно з простими контролерами. Багатоступеневий заряд реалізує оптимальні алгоритми (заряд постійним струмом, постійною напругою, компенсація тощо) для подовження терміну служби акумулятора.
Як видно з аналізу систем керування, потужні вітротурбіни, що є складовими промислових вітрових електростанцій, оснащуються високоефективними системами керування. Натомість малопотужні вітротурбіни, які використовуються для автономного електропостачання та можуть застосовуватися в локальних або мікромережах, мають досить прості й ненадійні системи керування та моніторингу. Тому створення сучасного інформаційного забезпечення для таких вітротурбін є актуальним і потребує розробки та впровадження. Особливо доцільним буде розробка інформаційного забезпечення, зручного й доступного для середньостатистичного споживача, який планує встановити малопотужну вітроустановку для власного автономного електропостачання.
1.3. Типові відмови та несправності відцентрових нагнітачів
Відцентрові насоси – це гідравлічні робочі машини, які збільшують швидкість і тиск рідин, передаючи енергію обертання від ведених роторів, які називаються робочими колесами. На рисунку 1.3 показано графічне зображення внутрішньої структури насоса. Завдяки своїм технічним характеристикам і можливостям, відцентрові насоси в основному використовуються з рідинами з низькою в'язкістю, такими як вода, олії та розчинники.
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Рис. 1.3. Схема відцентрового насоса.
Цей тип насоса зазвичай використовується в промислових умовах, де високі Потрібна надійність. Тому машини повинні працювати на повну потужність, і, як наслідок, незважаючи на протоколи безпеки, можуть виникати деякі несправності. Відцентрові насоси можуть мати різні типи несправностей, які можна в основному розділити на гідравлічні та механічні.
Гідравлічні відмови, такі як кавітація, пульсації тиску, радіальний тиск, осьовий тиск, рециркуляція всмоктування та нагнітання, виникають внаслідок змін тиску в насосі через коливання температури, швидкості або об'єму потоку.
Механічні пошкодження, такі як поломка підшипників, поломка ущільнень, пошкодження мастила, вібрація та перенапруження, можуть бути виникли внаслідок несправностей, пов'язаних з критично важливими компонентами насоса.
Деякі види відмов не підпадають під попередні категорії. Ці типи відмов, такі як ерозія, корозія та надмірне споживання енергії, іноді є структурними або результатом поєднання кількох факторів.
Це дослідження зосереджено на несправностях відцентрових насосів на нафтопереробних заводах, де найпоширеніші несправності пов'язані з витоками механічних ущільнень та несправностями підшипників, описаними нижче.
• Поломка підшипника: Поломки підшипників зазвичай мають дві причини: забруднення підшипникової оливи та перегрів. Підшипникова олива може бути забруднена водою або парою через вентиляційний отвір або область мастила через витік механічного ущільнення. Перегрів, навпаки, відбувається через неправильне змащування підшипника. Причин може бути кілька, наприклад, занадто низький або занадто високий рівень оливи, занадто багато мастила всередині підшипника або вищезгадане забруднення оливи водою чи іншими зовнішніми матеріалами.
• Пошкодження ущільнення: Сухий хід насоса є основною причиною пошкодження механічних ущільнень. Тому, якщо змащування не є оптимальним, існує ризик того, що притирані поверхні розкриються або що один з компонентів ущільнення буде пошкоджено.
1.4. Підходи до прогнозного технічного обслуговування у газотранспортних системах
Прогнозне обслуговування (ПТ) – це парадигма обслуговування, спрямована на прогнозування робочого стану машини на основі аналізу показників датчиків моніторингу. Підходи до обслуговування можна розділити на три основні макрогрупи, а саме: від запуску до відмови (R2F), профілактичне обслуговування (PvM) та прогнозне обслуговування (PdM).
• Робота до відмови: безсумнівно, є найпростішим методом і полягає у виконанні технічного обслуговування лише у разі виникнення відмови. Однак, застосовуючи цей підхід, час простою та витрати на ремонт машини вищі, що робить цей метод найменш ефективним.
• Профілактичне обслуговування: Цей метод полягає у регулярному проведенні технічного обслуговування за чітким графіком. Такий підхід значно зменшує ймовірність поломок; однак, він все ще дуже неефективний з точки зору витрат та часу через непотрібне технічне обслуговування.
• Прогнозне обслуговування: Цей підхід полягає у динамічному виконанні технічного обслуговування залежно від стану справності машини. Справність розраховується за допомогою датчиків навколишнього середовища, історичних даних та моделей прогнозування. Цей метод є найефективнішим та найпродуктивнішим для застосування як з точки зору ресурсів, так і з точки зору часу.
Як згадувалося вище, дані є ключовим моментом для прогнозного обслуговування. Однак, за своєю природою, ці дані несуть у собі такі проблеми:
– Низька доступність несправностей: оскільки контрольовані машини зазвичай надійні, дані про аварії надзвичайно рідкісні. Тому вибір правильної моделі прогнозування є дуже складним завданням.
– Вибір датчиків неоптимальний: з причин, пов’язаних з вартістю та масштабованістю, зазвичай не встановлюються спеціальні датчики, а використовуються вже існуючі пристрої. Це означає, що дані, які будуть використовуватися, не оптимізовані для PdM.
– Надійність даних: Збір даних Інтернету речей часто створює труднощі, головним чином пов’язані з датчиками, передачею та зберіганням даних. Це призводить до відсутніх або неправильних даних, які непридатні для навчання моделі.
Проблеми з даними, описані вище, є суттєвою перешкодою і тому їх необхідно враховувати під час вибору моделі та відповідного методу. Існує три основні підходи, які зазвичай використовуються для впровадження рішення для прогнозного обслуговування, описані нижче. 
Підхід на основі правил
Цей метод базується на системі дискримінації, що характеризується правилами. Правила визначаються переважно за допомогою статистичного аналізу, апріорних знань та досвіду. Багато досліджень застосували цей підхід до галузі виявлення аномалій: реалізували алгоритм WSARE для виявлення спалахів захворювань, запропонували основу на мотивах для виявлення аномально рухомих об'єктів, представили виявлення аномалій у реальному часі в потоці інтернет-протоколу, використовуючи набір попередньо визначених правил.
Класифікаційний підхід
Друга група методів базується на моделях класифікації машинного навчання, які легше узагальнюються та є гнучкішими порівняно з підходами, заснованими на правилах. Більшість цих моделей використовують здатність машинного навчання розпізнавати закономірності в даних. Реалізація цього підходу в літературі базується на використанні різних моделей машинного навчання. Наприклад, запропонували систему класифікації для виявлення аномалій, засновану на моделі машини опорних векторів, тоді як реалізували систему виявлення вторгнень (IDS), що використовує алгоритм випадкового лісу.
Підхід до прогнозування
Цей підхід базується на моделі прогнозування часових рядів, здатній передбачати нормальну поведінку машини. Таким чином, модель буде навчатися виключно на нормальних даних, а аномалії будуть виявлені шляхом обчислення похибки прогнозування між очікуваною та фактичною поведінкою. Переваги цього підходу полягають у можливості скористатися великою доступністю неаномальних даних під час процесу навчання та потребувати аномалій лише на етапі тестування. Нещодавні дослідження запропонували перспективні реалізації цього підходу вивчали випадок використання виявлення аномалій в інтелектуальному виробництві, запропонувавши алгоритм на основі автоенкодера LSTM та досягнувши майже 90% точності. Аналогічно, інші дослідники протестували архітектуру автоенкодера LSTM на наборах даних сигналів та рідкісних звукових подій, на наборах даних енергоспоживання, космічних човників та ЕКГ, а також на двох наборах даних про хакінг автомобілів як для внутрішнього, так і для зовнішнього зв'язку. Як видно з наведених вище прикладів виявлення аномалій, використання автоенкодера LSTM є важливим у підході до прогнозування.
1.5. Застосування машинного навчання у задачах діагностики стану обладнання
Машинне навчання (ML) в рамках Індустрії 4.0 трансформувало промисловість та виробництво, забезпечивши прийняття рішень на основі передових даних. Ця трансформація підтверджується кількістю дослідницьких робіт, опублікованих за останнє десятиліття, що підкреслює її широкий вплив та впровадження.
Машинне навчання (ML) розробляє алгоритми, що дозволяють комп'ютерам навчатися та отримувати розуміння з даних, а також робити необхідні прогнози чи рішення без спеціального чи явного програмування. Машинне навчання буває різних категорій, включаючи навчання з учителем, яке включає такі завдання, як класифікація та регресія; навчання без учителя, яке зосереджене на кластеризації та зменшенні розмірності; та навчання з підкріпленням, яке зосереджене на послідовному прийнятті рішень за допомогою винагород та штрафів.
Прогнозне обслуговування на основі машинного навчання (ML) було прийнято та впроваджено в різних галузях промисловості, що демонструє його універсальність у вирішенні операційних проблем незалежно від їх характеру чи обсягу. Показано застосування прогнозного обслуговування в різних галузях промисловості, включаючи аерокосмічну, виробництво, енергетику та багато інших, виявляючи його ефективність у підвищенні операційної ефективності та зниженні витрат.
У сфері прогнозного обслуговування широко використовуються різні методи машинного навчання для можливості виявлення закономірностей на основі даних для прийняття точних рішень. Серед поширених моделей, що використовуються в контексті PdM: штучні нейронні мережі (ANN), методи опорних векторів (SVM), випадкові ліси (RF), k-найближчих сусідів (kNN), лінійна регресія (LR) та градієнтна буст-машина (GBM).
Для нашого дослідження ми розглянемо чотири різні моделі машинного навчання для проведення порівняльного аналізу, кожна модель має свої сильні сторони та характеристики з точки зору прогнозування. Були обрані такі моделі:
Лінійна регресія
Лінійна регресія — це проста та інтерпретована модель, вона служить базовою моделлю для цього аналізу. Вона працює виходячи з припущення, що зв'язок між незалежними змінними (ознаками) та залежною змінною (температура на розетці) є лінійним. Лінійна регресія забезпечує орієнтир, за яким можна вимірювати ефективність складніших моделей. Ця модель знаходить свою силу, коли змінні мають переважно лінійний зв'язок.
K-Найближчі сусіди (KNN)
Алгоритм K-найближчих сусідів (KNN) – це непараметрична модель, яка класифікує точку даних на основі класу більшості серед її найближчих замкнутих значень або, в задачах регресії, прогнозує цільову змінну на основі середнього значення найближчих значень. KNN добре показує себе у виявленні локальних закономірностей у даних, оскільки не висуває жодних гіпотез щодо форми функції відображення між входом і виходом. Однак його продуктивність може бути чутливою до вибору k та масштабування ознак, а крім того, при роботі з великим набором даних точність може бути складною.
Метод опорних векторів (SVM) 
Метод опорних векторів (SVM) – це потужна модель навчання з учителем, метою якої є пошук оптимальної гіперплощини, яка найкраще розділяє точки даних на різні класи в просторі ознак. Вона адаптована для управління складними нелінійними зв'язками в даних, водночас є універсальною моделлю як для задач класифікації, так і для задач регресії. Для задач регресії SVM адаптована до методу опорних векторів (SVR), де метою є підбір моделі, яка відхиляється від фактичних спостережень на певну величину (епсилон), залишаючись при цьому максимально плоскою. Однак для досягнення оптимальної продуктивності потрібна ретельна настройка гіперпараметрів, таких як параметр регуляризації (C) та тип ядра (лінійне, поліноміальне, радіальна базисна функція).
Градієнтна підсилювальна машина (GBM)
Градієнтна машина підвищення точності (GBM), що належить до сімейства методів ансамбевого навчання, являє собою більш складний та потужний підхід з високою прогностичною ефективністю. Вона послідовно будує серію дерев рішень, де кожне наступне дерево навчається виправляти помилки попередника. Цей ітеративний підхід дозволяє GBM поступово покращувати точність моделі, зосереджуючись на випадках, які попередні моделі неправильно класифікували, що робить її сильною моделлю зі складних та нелінійних даних. Крім того, GBM забезпечує гнучкість завдяки різним гіперпараметрам, таким як швидкість навчання, кількість дерев та максимальна глибина дерева, які можна налаштувати для балансування зміщення та дисперсії. Однак ця гнучкість також створює ризик перенавчання, особливо якщо модель не ретельно регуляризована.
Ці моделі особливо ефективні для аналізу великих обсягів даних для прогнозування відмов обладнання та оптимізації графіків технічного обслуговування.
Глибоке навчання, ансамблеві методи та навчання з підкріпленням були включені в складні системи прогнозного обслуговування, вони вважаються передовими методами машинного навчання. Моделі глибокого навчання, включаючи згорткові нейронні мережі (CNN) та рекурентні нейронні мережі (RNN), особливо спеціалізовані на обробці високовимірних даних датчиків та виконанні аналізу часових рядів. Ансамблеві методи, такі як градієнтні підвищувальні машини (GBM) та випадкові ліси, поєднують переваги кількох моделей для подальшого підвищення точності прогнозування, пропонуючи надійні рішення для проблем, що виникають у прогнозному обслуговуванні.
У сучасному стані систем прогнозного обслуговування широке впровадження пристроїв Інтернету речей (IoT) та технологій великих даних сприяло покращенню та розширенню можливостей

Датчики PdM та IoT безперервно контролюють стан обладнання, генеруючи великі обсяги даних у режимі реального часу. Ці згенеровані дані обробляються платформами великих даних, які дозволяють зберігати, обробляти та аналізувати ці дані, сприяючи застосуванню моделей машинного навчання у великих масштабах. Така інтеграція дозволяє виявляти аномалії в режимі реального часу, моніторити стан та проводити прогнозну аналітику.
Фізичні моделі в поєднанні з підходами машинного навчання на основі даних пропонують гібридні моделі, які стають потужним інструментом у PdM. Ці моделі сприяють підвищенню точності та інтерпретованості. Крім того, концепція цифрових двійників – віртуальних копій фізичних активів – дозволяє проводити детальне моделювання та аналіз, сприяючи розумінню поведінки обладнання за різних умов експлуатації.
Однак, незважаючи на свої переваги, прогнозне обслуговування на основі машинного навчання (ML) все ще стикається з багатьма труднощами. Основною проблемою, з якою ми також зіткнулися, є наявність високоякісного та маркованого набору даних, який часто є дефіцитним або неповним. Ця проблема особливо впливає на широке впровадження та реалізацію прогнозного обслуговування на основі ML. Крім того, обчислювальна складність передових моделей, таких як глибоке навчання, може вимагати значної обчислювальної потужності та часу, що ускладнює реалізацію програм реального часу.
Крім того, непрозорість деяких моделей машинного навчання може обмежувати їхню інтерпретаційність, що створює додаткові труднощі для впровадження в критичних промислових умовах. Щоб подолати цю проблему, навіть частково, такі інструменти, як SHAP (SHapley Additive exPlanations) та LIME (Local Interpretable Model agnostic Explanations), все частіше використовуються для інтерпретації та полегшення прогнозів моделей, що полегшує інженерам з технічного обслуговування довіру до інформації, що надається цими моделями, та дії на її основі.
Висновки до розділу 1
У першому розділі було проведено комплексний аналіз конструкційних, фізичних і технічних особливостей роботи відцентрових нагнітачів, що застосовуються у складі газоперекачувальних агрегатів. Розглянуто принципи функціонування нагнітачів, їх динамічні характеристики, вібраційні та температурні режими, які відіграють ключову роль у діагностиці технічного стану обладнання. Детально проаналізовано найбільш поширені види поломок, зокрема дисбаланс, знос підшипників, гідродинамічні коливання, порушення геометрії робочого колеса та інші типові відмови, що можуть призводити до аварійних ситуацій.
Особливу увагу приділено сучасним концепціям прогнозного технічного обслуговування та його перевагам порівняно з традиційними регламентними підходами. Здійснено огляд інтелектуальних систем контролю стану машин і проаналізовано, чому методи машинного навчання та нейронні мережі дають змогу досягти значно вищої точності у виявленні аномалій і прогнозуванні деградаційних процесів. Підсумовуючи, перший розділ сформував теоретичну базу, необхідну для подальшого моделювання системи контролю, та обґрунтував доцільність використання нейронних мереж у задачах діагностики відцентрових нагнітачів.







РОЗДІЛ 2
 МЕТОДИ МОДЕЛЮВАННЯ ТЕХНІЧНОГО СТАНУ НА ОСНОВІ НЕЙРОННИХ МЕРЕЖ
Вибір моделей-кандидатів базувався на дослідженні літератури про найбільш прийняті рішення для прогнозування часових рядів. У наступних розділах описано чотири різні моделі, розроблені для багатовимірних часових рядів, здатні виконувати як одно-, так і багатокрокові прогнози. Крім того, представлені дослідження, які надихнули на створення моделей, реалізованих у цій роботі.
2.1. Модель векторної авторегресії для аналізу часових рядів технічних параметрів
Векторна авторегресія (VAR) є узагальненням одновимірної авторегресивної моделі, що дозволяє використовувати її з багатовимірними часовими рядами. Багатовимірний часовий ряд визначається як система, що складається з більш ніж однієї змінної, залежної від часу, де кожна з цих змінних залежить від інших. У моделі VAR(p) перші p-лаги кожної змінної в системі використовуються як предиктори регресії для кожної змінної. Таким чином, кожен часовий ряд представлений як лінійна функція, що складається з лагів усіх часових рядів у системі плюс константа. Двовимірну VAR(1) можна визначити як
                  (2.1)
                  (2.2)
Де і1,т і і2,т є процесами білого шуму, коефіцієнтф2,фіксує вплив -го затримки змінноїіяна себе, тоді як коефіцієнтфідж, фіксує вплив -го затримки змінної ія на ія
Модель VAR характеризується своєю простотою (легкістю оцінки) та добрими можливостями прогнозування. У літературі широко використовується як базова модель для прогнозування багатовимірних часових рядів.
2.2. Багатошаровий персептрон для класифікації технічних станів
Нейронна мережа — це алгоритм машинного навчання, що базується на взаємопов'язаних вузлах, які називаються нейронами. Багатошаровий персептрон являє собою найпростіший тип нейронної мережі, нейрони якої називаються персептронами. Персептрон має просту структуру з фіксованою кількістю входів та одним виходом. Вхідні значення множаться на певну вагу, а потім додаються. Нарешті, зважена сума пропускається через функцію активації, яка визначає вихідне значення (рисунок 2.1). Функція активації, яка змінюється залежно від використання мережі, відображає вихід між двома певними значеннями.
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Рис. 2.1 Представлення перцептрона.
Багатошаровий персептрон, як зазначалося раніше, являє собою комбінацію взаємопов'язаних персептронів, структурованих, як показано на рисунку 2.2; ця конфігурація також називається нейронною мережею прямого зв'язку (FFNN). Процес навчання полягає в завантаженні мережі позначеними прикладами та модифікації ваг, щоб мінімізувати похибку прогнозування. Процес оптимізації ваг досягається за допомогою функції вартості та зворотного поширення. Функція вартості (або функція втрат) - це математичний вираз, що представляє похибку прогнозування. Зворотне поширення - це алгоритм, який обчислює градієнт функції втрат відносно ваг та оновлює їх, щоб зменшити похибку. Ваги моделі оновлюються за допомогою зворотного поширення на кожній ітерації, а кількість прикладів, що подаються до мережі на кожній ітерації, визначається розміром пакета. Цей процес оптимізації завершується, коли функцію втрат неможливо додатково мінімізувати.
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Рис. 2.2 Багатошарове представлення персептрона.
Численні дослідження продемонстрували ефективність рішень, заснованих на моделях MLP, які особливо цінуються за їх низьку обчислювальну складність (порівняно з іншими рішеннями машинного навчання). Крім того, ці мережі є особливо універсальними та можуть перевершити як прості, так і складніші рішення, як показано в наступних прикладах.
• Пропонується систему прогнозування повеней на основі рішення MLP. У дослідженні порівнювали ефективність моделі множинної лінійної регресії та багатошарового персептрона в прогнозуванні даних часових рядів. Алгоритми були протестовані в різних контекстах з використанням середньої абсолютної відсоткової похибки (MAPE) як показника порівняння. Результати показують, що MLP перевершила модель множинної лінійної регресії, досягнувши MAPE втричі нижчого (3,64% проти 10,55%).
• Мало на меті створення системи, здатної прогнозувати наявність паркувальних місць у режимі реального часу, використовуючи дані часових рядів з різних датчиків. Було реалізовано два різні рішення: ґратовані рекурентні одиниці (GRU) та поверхневий багатошаровий метод (MLP) (два шари). Результати, порівняні з використанням трьох різних метрик (MSE, MAE та RMSE), показують, як моделі GRU досягають такої ж або нижчої продуктивності, ніж модель MLP.
2.3. Модель довготривалої короткочасної пам'яті (LSTM) для прогнозування стану нагнітачів
Рекурентні нейронні мережі були винайдені, щоб усунути нездатність мереж зв'язку для передачі даних пам'ятати про минулі події. Рекурентна нейронна мережа, як показано на рисунку 2.3, має цикли, які дозволяють передавати інформацію від одного кроку до наступного. Ця особливість робить RNN дуже придатними для роботи з послідовними даними. Однак RNN важко керувати «довгостроковими залежностями», вони здатні поєднувати лише інформацію, отриману протягом короткого періоду часу. Щоб подолати цю проблему, були розроблені мережі LSTM.
[image: ]
Рис. 2.3 Структура рекурентної нейронної мережі. 
Мережі довгострокової пам'яті (ДСКМ), запропоновані Хохрайтером та Шмід Хубером, є спеціальним типом RNN, здатних навчатися та зберігати довгострокові залежності. Як і в RNN, структура базується на ланцюжку взаємопов'язаних модулів нейронної мережі. Різниця полягає у внутрішній структурі окремих модулів: замість того, щоб містити одинрибнийшар, існує складніша структура, як показано на рисунку 2.4.
Основна ідея LSTM базується на можливості видалення або додавання інформації до стану комірок. Цей стан регулюється трьома основними структурами: шаром забуття, вхідним шаром та вихідним шаром.
Забудьте про шар воріт
Ворота забуття, враховуючи вхідні дані від годt−1іхт, вирішує, чи зберігати, чи забувати інформацію, що надходить з попереднього стану Сt−1, використовуючи сигмоїдну функцію. Вихідфтвизначається наступним чином:
                                    (2.3)
Вхідний логічний шар
На цьому етапі, розділеному на дві частини, вирішується, яку інформацію включити до нового стану. Спочатку, за допомогою сигмоподібного шару, вирішується, яке значення оновити (ят). Згодом, використовуючи шар танха, кандидат значення вибрано для додавання до стану С˜т.
                                     (2.4)
                              (2.5)
Нарешті, використовуючи вивід шару forget (fт) та вхідний шар (fт* С˜т ), стан клітини (Ст) оновлюється.
                                           (2.6)
Вихідний затворний шар
Вихід годт є відфільтрованою версією нового стану Ст. Ст стан відображається між -1 та 1 (через шар tanh), а потім фільтрується шляхом множення його на вихід сигмоїдного вентиля той/та/тет.
                                 (2.7)
                                                      (2.8)
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Рис. 2.4 Внутрішня структура довготривалої короткочасної пам'яті. 
Мережа LSTM, яка має більше одного прихованого шару, називається багатошаровою LSTM. Глибина мережі з часом додає шари абстракції до спостережень.
LSTM-методи є гарним рішенням для багатовимірного прогнозування часових рядів, враховуючи можливість зберігання часових зв'язків. Вони використовуються в різних галузях, таких як фінанси, промислове середовище, охорона здоров'я, аналіз навколишнього середовища та виявлення аномалій.
2.4. LSTM-автоенкодер для виявлення аномалій у роботі нагнітачів
Автоенкодер LSTM — це мережа LSTM, яка використовує спеціальну архітектуру, що називається автоенкодером.
Автоенкодер складається з трьох компонентів: кодера, латентного простору (коду) та декодера. Кодер стискає вхідні дані, створюючи нижчорозмірну версію, яка називається кодом. Декодер натомість реконструює вхідні дані, починаючи з латентного простору. Графічне представлення архітектури показано на рисунку 2.5.
Автоенкодерами є алгоритми стиснення з деякими важливими властивостями:
• Специфічні для даних: автоенкодерів достатньо для ефективного стискання та реконструкції лише тих даних, на яких вони були навчені.
• Втрати: вихід автоенкодера буде погіршеною версією вхідного сигналу, деяка інформація буде втрачена.
• Самоконтроль: процес навчання автоенкодеру не вимагає позначених даних, оскільки мітки автоматично витягуються з вхідних даних.
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Рис. 2.5 Архітектура автокодувальника.
Операційна структура автоенкодера LSTM показана на рисунку 2.6. Латентний простір визначається виходом останньої комірки шару кодування, тоді як шар декодування реконструює вхідні дані, починаючи з коду. Подібно до того, що було зазначено про LSTM у попередньому розділі, кодер і декодер також можуть складатися з кількох складених шарів LSTM для підвищення рівня абстракції.
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Рис. 2.6 Архітектура автоенкодера LSTM.
Багато досліджень підкреслили потенціал автоекодера LSTM. Він використовувався для різних застосувань, таких як прогнозування сонячної енергії, прогнозування екстремальних подій та аналіз фінансових часових рядів. Крім того, ця архітектура широко використовується в галузі виявлення аномалій.
2.5. Реалізація, навчання та оптимізація нейронних мереж
Проблеми прогнозування часових рядів можна розділити на чотири основні типи: одновимірні вхідні дані та одновимірні виходи, одновимірні вхідні дані та багатовимірні виходи, багатовимірні вхідні дані та одновимірні виходи, багатовимірні вхідні дані та багатовимірні виходи. Крім того, кожну з цих проблем можна розбити на дві інші підкатегорії: однокрокові та багатокрокові прогнози.
Моделі, запропоновані в цьому дослідженні, зосереджені на багатовимірних вхідних даних та багатовимірних виходах з однокроковим прогнозуванням (за винятком автоенкодера LSTM, який обговорюється нижче). Це означає, що кожна модель отримуватиме на вхід послідовністьМкроки часу, кожен з яких міститиме вектор Пн.особливості. Припускаючи, що послідовність вхідних часових кроків йде від часу т0 вчасно тМ, очікуваний вихідний сигнал мережі буде прогнозом у момент часу тМ+1 з Пн. характеристики. Таким чином, набір даних, що використовувався для навчання мереж, був розроблений наступним чином (Таблиця 2.1), використовуючи ковзні вікна шириною, що дорівнює M, та крок ковзання, що дорівнює одиниці.
Таблиця 2.1 Вхідні та вихідні дані, що використовуються для навчання моделей.
	Вхід
	Вихід

	( t_0 ; ... ; t_M )
	( t_{M+1} )

	( t_1 ; ... ; t_{M+1} )
	( t_{M+2} )

	...
	...


Функція втрат
Функцією втрат, обраною для оптимізації моделей, є середньоквадратична похибка (MSE). Ця метрика є найчастіше використовуваною функцією втрат для задач регресії, а її чутливість до викидів особливо корисна для виявлення аномалій. Вона являє собою середнє значення квадратів різниць між прогнозованими та фактичними значеннями. Формула описана в рівнянні, денпредставляє кількість точок даних,  прогнозовані значення.
                                        (2.9)
Хоча процес оптимізації VAR-моделі включає багато параметрів, на кінцевий результат головним чином впливає порядок моделі (або порядок затримки, він представляє кількість минулих спостережень для використання). Вибір більшої кількості затримок може призвести до кращих показників, але також до набагато складнішої системи. Щоб вибрати оптимальну кількість затримок, на валідаційному наборі було протестовано різні часові вікна.
МЛП
Структура мережі натхненна рішенням, реалізованим у різних літературних рішеннях, всі з яких базуються на парадигмі багатовимірного однокрокового прогнозування. Вхідний шар мережі характеризується кількістю нейронів, що дорівнює кількості ознак (N), помноженій на кількість використаних попередніх спостережень (M), тоді як вихідний шар має N нейронів. Візуальне представлення структури показано на рисунку 2.7. Тому дані необхідно змінити, щоб навчити нейронну мережу, яка очікує двовимірний вектор як вхідні дані (розмір партії, характеристики·кроки часу).
Функцією активації для кожного шару MLP є ReLU, оптимізатором – Adam, а функцією втрат – MSE.
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Рис. 2.7 Структура вхідних та вихідних даних мережі MLP.
LSTM
Подібно до того, що було пояснено для реалізації MLP, структура мережі була натхненна дослідженнями, знайденими в літературі. На рисунку 2.8 показано структуру мережі. Вузли LSTM вимагають певної вхідної структури, тому дані необхідно переформувати у тривимірний вектор (розмір партії, часові кроки, характеристики). Функція активації для кожного шару LSTM – це ReLU, оптимізатор – Adam, а функція втрат – MSE.
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Рис. 2.8 Структура вхідних та вихідних даних мережі LSTM.
Автоенкодер LSTM
Автоенкодер LSTM, як згадувалося раніше, має інший формат виводу через внутрішню структуру функціонування автоенкодера. Кодер стискає вхідний сигнал у просторі нижчої вимірності (коді), тоді як декодер реконструює вхідний сигнал, починаючи з латентного простору. Таким чином, модель пропонує багатовимірне рішення з багатокроковим прогнозуванням, як показано на рис. 2.9, а набір даних поїзда був розроблений наступним чином (таблиця 2.2).
Таблиця 2.2 Вхідні та вихідні дані, що використовуються для навчання автоенкодера LSTM.
	Вхід
	Вихід

	( t_0 ; ... ; t_M )
	( t_0 ; ... ; t_M )

	( t_1 ; ... ; t_{M+1} )
	( t_1 ; ... ; t_{M+1} )

	...
	...



Вихідні дані необхідно перетворити на однокрокове прогнозування для порівняння з іншими рішеннями. Тому було вирішено реалізувати адаптацію рішення, яка полягає у обчисленні середнього значення кожного прогнозованого значення. Припускаючи часові вікна з M часових кроків, кожне значення прогнозується M разів протягом M різних ітерацій. Таким чином, кінцеве значення буде середнім значенням M прогнозів.
Дані необхідно переформувати у таку ж структуру, як і для попередньої мережі LSTM. Функцією активації для кожного шару LSTM, присутнього в кодері та декодері, є ReLU, оптимізатором – Adam, а функцією втрат – MSE.
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Рис. 2.9 Структура вхідних та вихідних даних мережі автоенкодера LSTM.
Налаштування гіперпараметрів
Для кожної архітектури моделі було протестовано різні параметри, починаючи з кількості шарів. Для моделей MLP та LSTM було протестовано кількість шарів від одного до п'яти, тоді як для автоенкодера було протестовано кількість шарів від одного до чотирьох, як для кодера, так і для декодера. Наступним аналізованим параметром є кількість нейронів на шар: для кожної моделі було протестовано різні комбінації шарів з 64, 32, 16 та 8 нейронами. Згодом було протестовано різні значення швидкості навчання (від 1·10−4до 1·10−2), спрямований на оптимізацію процесу навчання. Крім того, деякі методи регуляризації були протестовані шляхом введення шарів відсіву з ймовірністю від 5% до 15%. Під час фази навчання також застосовувався гауссівський шум до даних з діапазоном шуму від 1% до 5%. Нарешті, було оптимізовано розмір пакету, протестований у діапазоні від 2 до 20, а епохи навчання були динамічно встановлені з використанням ранньої зупинки.
Висновки до розділу 2
Другий розділ був присвячений дослідженню математичних моделей та алгоритмів машинного навчання, які можуть бути застосовані для аналізу технічного стану нагнітачів та оброблення часових рядів. Детально розглянуто чотири ключові підходи: модель векторної авторегресії (VAR), багатошаровий персептрон (MLP), довготривалу короткочасну пам’ять (LSTM) та автоенкодер на основі LSTM.
Було встановлено, що VAR-модель добре підходить для аналізу лінійних залежностей між параметрами, але її діагностична здатність обмежена у складних нелінійних системах. Модель MLP показала кращу узагальнюючу здатність, однак вимагала суттєвої кількості підготовлених ознак. У свою чергу LSTM та LSTM-автоенкодер продемонстрували найвищу ефективність у роботі з довгими часовими рядами, здатність виявляти приховані закономірності та виявляти аномалії без попереднього вручного формування складних ознак.
У розділі також викладено методологію тренування моделей, оптимізації гіперпараметрів, нормалізації даних, побудови віконних вибірок та застосування регуляризаційних технік. Висновком розділу є обґрунтований вибір LSTM-архітектур як найбільш перспективних для побудови ефективної системи контролю технічного стану відцентрових нагнітачів.










РОЗДІЛ 3
 ЕКСПЕРИМЕНТАЛЬНЕ ДОСЛІДЖЕННЯ ТА ОЦІНКА МОДЕЛЕЙ
У цьому розділі пояснюються методи, що використовуються для збору, аналізу та попередньої обробки даних. Він містить детальний опис проведених експериментів та застосованої методології. Також представлені показники оцінки, що використовуються під час процесу оптимізації.
3.1. Характеристика експериментальних даних
Аналізовані машини – це три відцентрові насоси, що знаходяться на нафтопереробному заводі, які називаються насосами A, B та C. Робота насосів є симбіотичною: два насоси працюють постійно, а один встановлений як резервний. Дані збираються 83 різними датчиками (описаними в таблиці 3.1), розташованими у стратегічних точках розглянутих насосів. Кожен датчик надсилає вимірювання до кінцевої точки збору даних з різними інтервалами часу.
Інформацію про несправності було отримано з історії технічного обслуговування, щоденника нафтопереробного заводу та технічного аналізу вимірювань, виконаних у співпраці зі спеціалізованими інженерами. Обмежена кількість доступних даних зменшила кількість інцидентів, що підлягають використанню, до трьох витоків через механічне ущільнення, як показано в таблиці 3.1.
Таблиця 3.1 Несправності, що виникли протягом аналізованого періоду.
	Опис
	Час початку
	Час завершення

	несправність 1 (насос C)
	2019-10-11 19:00
	2019-10-13 20:00

	несправність 2 (насос A)
	2019-12-25 18:00
	2019-12-27 10:00

	несправність 3 (насос A)
	2019-12-30 02:00
	2020-01-01 05:00



Проблеми з даними
Дані мають деякі невід'ємні труднощі, пов'язані зі збором даних. Наведений нижче список містить основні особливості даних, які вплинули на вибір процесу, описаного в розділі «Експеримент».
• Відсутні дані: деякі дані відсутні через проблеми з підключенням датчиків або несправності сховища.
• Розмірність набору даних: доступний часовий інтервал обмежений.
• Різна частота дискретизації: кожен датчик має різну частоту дискретизації, і вони не є послідовними з часом.
• Наявність несправностей: невелика кількість несправностей у наборі даних зробила його дуже незбалансованим.
• Складність виявлення несправностей: операторам важко ідентифікувати сигнали, що стосуються інциденту, і з цієї причини несправності часто виявляються з затримкою в кілька годин. Отже, необхідно було скористатися порадою спеціалістів, щоб визначити точний момент, коли сталася несправність.
3.2. Опис експериментального процесу
Враховуючи суттєві характеристики доступних даних, головним чином низьку кількість відмов, рішення, представлене в цій роботі, натхненне методами. Обмежена доступність аномальних даних ускладнює створення моделі класифікації, здатної розрізняти нормальні та аномальні послідовності. Тому запропоноване рішення буде зосереджено на розробці моделі, здатної прогнозувати нормальну поведінку насосів. Цю модель потім можна використовувати для розрахунку похибки між прогнозованими та фактичними даними. Якщо похибка перевищує певний поріг, можна виявити аномальну поведінку, яка може призвести до несправності насоса.
Експеримент полягає в навчанні різних моделей з використанням нормальних послідовностей даних. Кожна модель була оптимізована шляхом мінімізації похибки прогнозування нормальної поведінки насоса. Згодом кожну модель було протестовано з використанням аномальних послідовностей даних, тих, що пов'язані з відмовами. Отримані прогнози були використані для визначення найкращого порогу, здатного розрізняти нормальні та аномальні послідовності, та для порівняння можливостей моделей щодо виявлення несправностей. Для кожної моделі було протестовано 20 різних порогів, і найкращий був обраний шляхом аналізу балу F1.
Було порівняно чотири різні моделі: статистичну модель та три моделі машинного навчання. Векторна авторегресія була обрана як базова модель завдяки її здатності прогнозувати багатовимірні часові ряди та простоті реалізації. Моделі машинного навчання були обрані шляхом аналізу літератури. Сучасний стан для цього типу застосувань представлений автоенкодером LSTM, проте цікаво порівняти інші моделі з меншою складністю та рівноцінним використанням. Тому було також обрано для реалізації двох базових рішень, відповідно мереж MLP та LSTM.
Після оптимізації гіперпараметрів кожної моделі було проаналізовано вплив двох критичних факторів: оптимального розміру вікна історичних даних та можливості створення узагальненої моделі, придатної для будь-якого відцентрового насоса.
• Оптимальне вікно даних: Реалізовані методи вимагають вікна історичних значень для прогнозування, а кількість попередніх спостережень, що враховуються, може суттєво вплинути на кінцевий результат. Тому для кожної моделі було протестовано різні розміри вікон.
• Узагальнена модель: Побудова єдиної моделі для кожної машини має допомогти досягти оптимальних результатів. Однак модель, здатна виявляти аномалії в різних насосах, покращила б масштабованість системи. Оскільки набір доступних датчиків (а отже, і функції) є спільними для 3 проаналізованих насосів, можна створити узагальнену модель. Тому один підхід був зосереджений на створенні трьох різних моделей, кожна з яких була навчена та протестована на нормальних/аномальних зразках, що належать до однієї машини. І навпаки, у другому підході модель була навчена з використанням даних про нормальну поведінку всіх насосів, що дозволило протестувати модель з використанням несправностей, що належать різним машинам.
3.3. Метрики оцінювання моделей прогнозування та діагностики
Оцінка Формули-1
Метрикою, обраною для оцінки класифікаційних можливостей моделей, єФ1оцінка, яка представляє собою гармонійне середнє значення точності та повноти. Точність визначається як частка релевантних екземплярів серед усіх отриманих екземплярів. Повнота – це частка отриманих екземплярів серед усіх релевантних екземплярів, а високе значення забезпечує низьку ймовірність хибнонегативних результатів. Формула для точності, повноти таФ1оцінки описані в рівняннях, де TP – кількість істинно позитивних результатів, FP – кількість хибнопозитивних позитивних результатів, FN – кількість хибнонегативних результатів, а TN – кількість істиннонегативних результатів.
Таблиця 3.2 Матриця плутанини.
	Фактичні значення
	
	Передбачені значення

	
	
	Аномалія (1)

	Аномалія (1)
	Справжньо позитивні (СП)
	Хибно негативні (ХН)

	Норма (0)
	Хибно позитивні (ХП)
	Справжньо негативні (СН)



                                          (3.1)
                                               (3.2)
                                       (3.3)
ROC-крива та AUC
Крива робочих характеристик приймача (ROC-крива) відображає продуктивність моделі класифікації за різних порогових значень класифікації. Параметрами, на яких базується цей графік, є коефіцієнт істинно позитивних результатів (TPR) та коефіцієнт хибнопозитивних результатів (FPR), визначені в рівняннях.

                                                 (3.4)              
                                                 (3.5)

Крива ROC відображає TPR як функцію FPR при різних порогах класифікації (рис. 3.1a) і може допомогти у виборі оптимального порогу для моделі. Крім того, крива ROC надає ще один корисний показник, який називається AUC. Площа під кривою ROC (AUC), показана на рисунку 3.1b, вимірює площу під кривою (забарвлена ​​сірим кольором) і являє собою метрику ефективності моделі, яка не залежить від порогу. AUC – це значення від нуля до одиниці, де нуль представляє 100% неправильних прогнозів, а одиниця – 100% правильних прогнозів. 
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Рис. 3.1 Крива ROC (a) та зображення AUC (b).
3.4. Методи вибору ознак та попередньої обробки даних
Кожен тег представляє певний вимір конкретної машини. Вибір ознак базувався на наявності даних (деякі вимірювання містили велику кількість відсутніх значень) та на важливості вимірювань (визначеній спеціалізованими інженерами). 11 вибраних ознак показано в таблиці 3.3.
Таблиця 3.3 Опис вибраних функцій.
	№
	Показник українською
	Одиниця
	Опис українською

	1
	Температура камери насоса
	°C
	Внутрішня температура насоса

	2
	Температура на вході насоса
	°C
	Температура вхідного потоку

	3
	Витрата на виході насоса
	т/год
	Вихідна витрата робочого агента

	4
	Положення клапана витрати на виході насоса
	%
	Відсоток відкриття вихідного регулюючого клапана

	5
	Тиск мастила ущільнення
	кПа
	Поточний тиск у системі мастила механічних ущільнень

	6
	Рівень заповнення резервуара мастила ущільнення
	%
	Відсоток заповнення резервуара мастила механічних ущільнень

	7
	Температура мастила ущільнення на вході в насос
	°C
	Температура мастила ущільнення перед входом у насос

	8
	Температура мастила ущільнення на виході з насоса
	°C
	Температура мастила ущільнення після насоса

	9
	Загальна циркуляційна витрата
	т/год
	Витрата циркуляційного потоку від низу до верху реактора

	10
	Температура лінії дегазації (вентиляції)
	°C
	Температура лінії вентиляції/дегазації системи мастила ущільнення

	11
	Перепад тиску мастила ущільнення (медіанний)
	кПа
	Різниця тиску мастила ущільнення між контрольними точками



Необроблені дані необхідно реорганізувати та повторно обробити, щоб забезпечити та оптимізувати навчання моделі. Оскільки різні вимірювання записуються через різні часові інтервали, а історичні дані зберігаються з погодинною частотою, набір даних було зменшено до меншої частоти, щоб він відповідав цій частоті. Крім того, дані були переформовані в наступну структуру, необхідну для навчання моделі.
Усі дані, що стосуються періодів часу, коли машина перебувала на технічному обслуговуванні, були видалені. Викиди в даних також були видалені, а відсутні значення були заповнені за допомогою лінійної інтерполяції (лише прогалини менше п'яти годин). На рисунку 3.2 показано попередньо оброблені дані трьох насосів.
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Рис. 3.2 Попередньо оброблені необроблені дані.
Перш ніж перейти до фази навчання, необхідно застосувати ще одне перетворення, яке допоможе моделям краще та швидше зійтися. Цей метод нормалізації називається квантильним перетворенням. Квантильне перетворення – це нелінійне та непараметричне перетворення, яке відображає кожну ознаку на рівномірний розподіл зі значеннями від 0 до 1. Для повернення значень до початкових масштабів до вихідних даних мереж необхідно застосувати віршоване квантильне перетворення.
Визначення навчальних, валідаційних та тестових наборів
Як визначено в розділі «Експеримент», набір для розробки складається з сукупності даних, за винятком періодів часу, коли виникали несправності (які є частиною тестового набору). 80% набору для розробки призначається навчальному набору, а решта 20% – валідаційному набору. Тестовий набір складається з трьох доступних несправностей. Для кожної поломки також витягується дводенний інтервал даних про нормальну поведінку до та після інциденту. Цей додатковий часовий інтервал дозволяє проаналізувати поведінку моделі, коли насос перемикається з нормальної фази на аномальну.
Моделі прогнозування навчаються за допомогою методів машинного навчання без учителя. Однак, щоб вибрати поріг, який розрізняє нормальні та аномальні дані, та мати можливість порівнювати результати різних моделей, необхідно створити маркований набір даних. Тому на основі тестового набору було створено додатковий набір даних. Кожному часовому кроку було вручну призначено двійкове значення, що представляє стан насоса, використовуючи інформацію про технічне обслуговування та аналіз, виконаний спеціалізованими техніками. Набір даних складається з 2 стовпців: позначки часу та двійкового значення, що представляє стан насоса (0 – нормальна поведінка, 1 – несправність).
3.5. Результати моделювання та порівняльний аналіз ефективності моделей
Гіперпараметри та архітектура моделей
Довжина вікон
Для кожної моделі було протестовано різні розміри вікон. Метрикою, обраною для вибору найкращого часового вікна, був показник F1, як показано на рисунку 3.3. Графіки показують загальні результати для кожної моделі, вказуючи, що п'ять годин є найкращим розміром вікна.
Архітектура моделей
Процес оптимізації призвів до вибору найкращих параметрів для кожної моделі. Найкраща архітектура для MLP складається з трьох шарів, що містять 64, 32 та 16 нейронів відповідно (рисунок 3.4a). Найкраща архітектура для LSTM складається з трьох шарів, що містять 32, 32 та 16 нейронів відповідно (рисунок 3.4b). Нарешті, найкраща архітектура для автоенкодера LSTM базується на дзеркальній структурі кодерів та декодерів, з трьома шарами кожен та кількістю нейронів, що дорівнює 32, 16, 8, 8, 16, 32 відповідно (рисунок 3.5).
Коефіцієнт навчання 5·10−3виявилося оптимальним для моделей MLP та LSTM, тоді як для автоенкодера оптимальне значення дорівнює 1·10−3Було виявлено два значення, спільні для всіх моделей: розмір партії, що дорівнює п'яти, тазначення шуму 5% для гаусового шуму. Шар відсіву виявився неефективним для всіх моделей, тому його не використовували.
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Рис. 3.3 Порівняння розмірів вікон
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Рис. 3.4 Остаточні архітектури MLP (a) та LSTM (b).
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Рис. 3.5 Остаточна архітектура автоенкодера LSTM.

Втрата навчання та підтвердження
На рисунку 3.6 показано втрати на навчання та валідацію різних моделей. Моделі здатні досягти втрати на валідацію приблизно 0,05 після певної кількості епох від 10 до 17 (через критерії ранньої зупинки). Жоден з графіків не показує ознак надмірного або недостатнього налаштування.
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Рис. 3.6 Втрати під час навчання та перевірки різних моделей.
Прогнозування роботи датчиків
На діаграмі нижче наведено порівняльний приклад прогнозованих та фактичних значень (рис. 3.7). Прогнозування було виконано за допомогою автоенкодера LSTM, а представленою характеристикою є відсоток заповнення резервуара для ущільнювальної оливи.
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Рис. 3.7 Приклади прогнозування.
Графік на рисунку 3.7a показує період часу без несправностей, тоді як графік на рисунку 3.7b представляє період часу, коли сталася несправність 1. Можна помітити, що похибка прогнозування більш помітна на графіку праворуч.
Для кожного датчика розраховується MSE між прогнозованими та реальними значеннями, і це буде використано для виявлення аномалій. 
Порогове значення помилки
Щоб розрізнити нормальні та аномальні значення MSE, для кожної моделі було протестовано 20 різних порогових значень на тестовому наборі даних. Шляхом порівняння класифікацій, отриманих за допомогою різних порогових значень, з позначеним тестовим набором даних було знайдено оптимальне порогове значення. Метрикою, що використовувалася для порівняння, є F1-оцінка. На рисунку 3.8 показано ROC-криві, що стосуються порогових значень. У таблиці 3.4 наведено найкраще значення порогового значення для кожної моделі.
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Рис. 3.8 ROC-крива кожної моделі.
Таблиця 3.4 Найкращий поріг для кожної моделі.
	Модель
	Найкращий поріг

	VAR
	10.84

	MLP
	1.41

	LSTM
	1.02

	LSTM-автокодувальник
	3.85



Порівняння результатів
На наступних графіках показано результати прогнозування на тестовому наборі, отримані різними моделями. На рисунках 3.9, 3.10 та 3.11 відповідно показано прогноз кожної моделі для несправності 1, несправності 2 та несправності 3. MSE показано на осі y, а час – на осі x.
Представлення даних було закодовано наступним чином:
• дві вертикальні лінії представляють відповідно початок і кінець розлому
• горизонтальна лінія (блакитний колір) вказує на специфічне для моделі порогове значення, як описано в таблиці 3.5
• сіра лінія зображує похибку MSE прогнозу порівняно з фактичними значеннями
• зелені крапки представляють часові позначки, визначені моделлю (використовуючи поріг) як нормальна поведінка
• червоні крапки представляють часові позначки, визначені моделлю (використовуючи поріг) як аномальна поведінка (збій)
Оптимальна модель мала б усі червоні точки всередині двох вертикальних ліній, а зелені – зовні.
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Рис. 3.9 Прогнози несправності 1.
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Рис. 3.10 Прогнози несправності 2.
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Рис. 3.11 Прогнози щодо несправності 3.

Таблиця 3.5 Порівняння показників кожної моделі.
	Модель
	AUC
	F1-міра
	Точність
	Прецизійність
	Повнота

	VAR
	0.952
	0.821
	0.909
	0.945
	0.725

	MLP
	0.971
	0.953
	0.972
	0.910
	1.000

	LSTM
	0.961
	0.915
	0.949
	0.882
	0.951

	LSTM-автокодувальник
	0.994
	0.986
	0.992
	0.973
	1.000



У таблиці 3.5 наведено основні показники щодо кожної моделі. Результати показують, що всі моделі на основі машинного навчання досягають балу F1 вище базового рівня. Як MLP, так і LSTM досягають хороших результатів, незважаючи на меншу складність, проте автокодировщик LSTM перевершує всі моделі за всіма показниками.
Цікаве спостереження можна екстраполювати з представлень на рисунках 3.9, 3.10 та 3.11. Автоенкодер LSTM здатний розрізняти аномалії та нормальну поведінку з набагато більшим запасом, ніж інші моделі. Наприклад, аналізуючи інцидент номер два (рисунок 3.10), усі моделі змогли правильно ідентифікувати несправність. Однак, на рисунку 3.10d середнє значення MSE точок даних аномалії втричі вище. ніж середнє значення MSE точок даних нормальної поведінки. Натомість, для інших моделей ця різниця набагато менш помітна. Тому можна припустити, що автоенкодер LSTM має більшу впевненість у виявленні несправностей.
Одинарні моделі проти загальної моделі
Одне з дослідницьких питань стосувалося можливості узагальнення моделі. Гіпотеза використання єдиної моделі для прогнозування несправностей різних насосів принесе переваги з точки зору необхідних ресурсів та масштабованості. Тому було протестовано два різні підходи:
• Створити спеціальну модель для кожного насоса: кожна модель була навчена та протестована, використовуючи лише дані від конкретного відцентрового насоса
• Побудова загальної моделі: модель була навчена та протестована з використанням агрегації всіх доступних даних
Експериментальні результати двох підходів, наведені в таблиці 3.6, підтверджують гіпотезу про єдину узагальнену модель, враховуючи порівнянні характеристики.
Таблиця 3.6 Порівняння продуктивності між конкретними та типовими моделями на основі балу F1.
	Модель
	Специфічні моделі
	Загальна модель

	VAR
	0.842
	0.821

	MLP
	0.960
	0.953

	LSTM
	0.921
	0.915

	LSTM-автокодувальник
	0.991
	0.986


Було представлено рішення для прогнозного обслуговування на основі машинного навчання. Було проаналізовано кілька досліджень та впроваджень, щоб знайти рішення, яке найкраще відповідає даним. Враховуючи рідкість аварій, що сталися протягом розглянутого періоду часу, було вирішено створити модель, здатну прогнозувати нормальну поведінку насосів та виявляти можливі аномалії, використовуючи похибку прогнозування. Було порівняно чотири різні моделі прогнозування: векторну авторегресію, багатошаровий персептрон, модель з довгою короткочасною пам'яттю та модель з довгою короткочасною пам'яттю. Хоча всі моделі показали хороші результати, найкращих результатів досяг автоенкодер LSTM. Крім того, було доведено можливість створення узагальненої моделі, що дозволяє виявляти аномалії на різних відцентрових насосах за допомогою одного рішення. Однак, через обмежену доступність даних, доцільно провести ретельне тестування надійності моделі на майбутні відмови.
Обмеження дослідження
Як зазначалося в попередньому розділі, найбільшим обмеженням цього дослідження є низька доступність даних про несправності. Однак це є невід'ємною проблемою в дослідницькій галузі, яка працює з машинами, що мають дуже низьку ймовірність відмови. Таким чином, потрібно кілька років, щоб зібрати достатньо даних, щоб розробити надійну та стійку модель.
Висновки до розділу 3
У третьому розділі було реалізовано практичну частину дослідження, яка включала побудову експериментальних вибірок, підготовку даних, вибір ознак і виконання навчання моделей. Проведено порівняльний аналіз роботи VAR, MLP, LSTM та LSTM-автоенкодера на реальних та синтетично доповнених даних експлуатації нагнітача.
Показано, що якісна попередня обробка — нормалізація, фільтрація шумів, формування часових вікон — суттєво покращує точність діагностики. LSTM-моделі продемонстрували найменші похибки прогнозування та найвищу здатність до класифікації аномалій. Автоенкодер на основі LSTM виявився особливо корисним для безнаглядного виявлення відхилень від нормального режиму роботи, що дозволяє виявляти приховані деградаційні процеси задовго до появи критичних ознак.
Отримані результати підтвердили, що впровадження нейронних мереж у систему моніторингу нагнітачів істотно підвищує її чутливість, надійність та точність. Третій розділ завершує практичне обґрунтування ефективності запропонованого підходу та демонструє можливість інтеграції моделей у реальні виробничі процеси газотранспортної галузі.








ЗАГАЛЬНІ ВИСНОВКИ
У магістерській роботі здійснено комплексне дослідження процесів контролю технічного стану відцентрових нагнітачів газоперекачувальних агрегатів та розроблено інтелектуальну систему діагностики на засадах нейронних мереж. У ході дослідження проаналізовано конструкційні особливості нагнітачів, типові механізми їх відмов і сучасні підходи до організації прогнозного технічного обслуговування. На підставі огляду існуючих методів виявлено, що традиційні системи контролю не забезпечують достатнього рівня адаптивності та точності прогнозування, що актуалізує потребу у впровадженні методів машинного навчання.
Було розглянуто та реалізовано низку моделей, зокрема VAR, багатошаровий персептрон, LSTM та автоенкодер на основі LSTM. Проведено порівняльний аналіз їх ефективності на реальних експлуатаційних даних, що дало змогу визначити оптимальні підходи до прогнозування відмов та виявлення аномалій у роботі нагнітачів. Особливу увагу приділено відбору ознак, нормалізації, віконуванню та іншим аспектам підготовки даних, що дозволило підвищити якість моделей і стабільність їх роботи.
Отримані результати підтверджують, що застосування нейронних мереж значно покращує точність оцінювання технічного стану обладнання, дозволяє завчасно виявляти відхилення від нормальної роботи та формувати основу для впровадження системи прогнозного обслуговування. Розроблена система демонструє високу ефективність у сценаріях, де необхідне оброблення складних часових рядів, робота з шумовими даними та ідентифікація прихованих закономірностей.
Практична значущість роботи полягає у можливості інтеграції розроблених моделей у промислові системи моніторингу та керування компресорними станціями. Система може бути використана для зменшення кількості аварійних зупинок, оптимізації витрат на технічне обслуговування, підвищення надійності обладнання та загальної ефективності газотранспортних процесів.
Таким чином, поставлена мета роботи досягнута у повному обсязі, а отримані результати підтверджують доцільність використання нейронних мереж як основи для створення автоматизованих систем контролю технічного стану відцентрових нагнітачів. Робота відкриває перспективи подальших досліджень, зокрема щодо побудови цифрових двійників нагнітачів, глибшої інтеграції системи у IIoT-платформи та розширення методів діагностики на інші види промислового обладнання.
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