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АНОТАЦІЯ

У магістерській роботі розроблено та досліджено удосконалений метод сегментації медичних зображень на основі модифікованої моделі GradGAN. Запропонований підхід поєднує U-Net як генератор, PatchGAN як дискримінатор та градієнтну функцію втрат, яка забезпечує точніше відтворення меж патологічних утворень. Додатково реалізовано попереднє навчання U-Net та використання його ваг для fine-tuning генератора, що підвищило стабільність і точність моделі.

Експериментальна частина проведена на датасеті ISIC2018. Порівняння з базовими моделями (U-Net та Attention U-Net) продемонструвало перевагу розробленого підходу: Dice = 0.8751, IoU = 0.7949, BF1 = 0.7042. Результати підтверджують ефективність запропонованої архітектури для задач медичної сегментації.

Ключові слова: сегментація зображень, глибинне навчання, U-Net, PatchGAN, GradGAN, медична діагностика, ISIC2018.

ABSTRACT

This master's thesis presents an enhanced method for medical image segmentation based on a modified GradGAN architecture. The proposed approach integrates U-Net as a generator, PatchGAN as a discriminator, and a gradient-based loss function that enforces more accurate reconstruction of lesion boundaries. Additionally, transfer learning is applied by initializing the generator with pre-trained U-Net weights, resulting in more stable convergence and improved segmentation quality.

Experiments conducted on the ISIC2018 dataset demonstrate that the proposed GradGAN model outperforms baseline architectures such as U-Net and Attention U-Net, achieving Dice = 0.8751, IoU = 0.7949, and BF1 = 0.7042. These results confirm the effectiveness of the developed method for accurate medical image segmentation.

Keywords: image segmentation, deep learning, U-Net, PatchGAN, GradGAN, medical imaging, ISIC2018.
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ВСТУП

Актуальність теми. Стрімкий розвиток цифрової медицини та масове впровадження систем підтримки прийняття рішень (Computer-Aided Diagnosis, CAD) у клінічну практику роблять автоматичну сегментацію медичних зображень однією з найважливіших задач комп’ютерної інженерії. Точна сегментація є критично необхідною для кількісної оцінки патологій, планування хірургічних втручань та моніторингу ефективності лікування, особливо в галузях дерматоскопії (визначення меж новоутворень) та радіології (сегментація пухлин).

Незважаючи на значні успіхи, досягнуті глибокими згортковими мережами (зокрема, U-Net), більшість класичних методів сегментації стикаються з проблемою розмитості та неточності визначення границь об’єктів. Це відбувається через усереднення пікселів під час згорткових операцій та використання функцій втрат, які зосереджені на загальній площі перекриття (наприклад, Dice Loss) замість якості контурів. Для медичних зображень, де навіть невелика похибка в границі може вплинути на діагноз, такий недолік є неприпустимим.

Останнім часом Генеративно-Змагальні Мережі (GAN) показали високий потенціал у створенні високоякісних зображень та масок. Інтеграція Дискримінатора в процес навчання Генератора (який виконує сегментацію) змушує його створювати більш реалістичні та чіткі маски, зменшуючи артефакти.

Актуальність дослідження зумовлена необхідністю розробки нового методу на основі GAN, який би цільовим чином вирішував проблему неточності границь, використовуючи відкриті та доступні дані (наприклад, ISIC) для забезпечення відтворюваності та можливості кількісної оцінки результатів за допомогою спеціалізованих метрик.

Мета і завдання дослідження. Метою магістерської роботи є підвищення точності семантичної сегментації медичних зображень, зокрема чіткості визначення границь об’єктів, шляхом розробки та експериментального дослідження удосконаленого методу на основі генеративно-змагальної мережі (GAN) із застосуванням градієнтного дискримінатора.

Для досягнення поставленої мети необхідно вирішити такі завдання:

1 Проаналізувати сучасні підходи до сегментації медичних зображень (U-Net, DeepLabv3+), методики використання GAN та концепції Boundary-Aware (чутливі до границь) моделей.

2 Обґрунтувати вибір та провести попередню обробку відкритого набору даних для забезпечення коректності експериментальних досліджень.

3 Розробити архітектуру генератора (сегментаційної моделі) та запропонувати новий підхід до формування градієнтного дискримінатора, спеціалізованого на оцінці якості границь.

4 Сформувати гібридну функцію втрат, що поєднує стандартну Dice Loss, Adversarial Loss та спеціальну Gradient Loss.

5 Провести експериментальні дослідження та порівняльний аналіз розробленого підходу з базовими моделями сегментації (U-Net).

6 Кількісно оцінити отримані результати, використовуючи ключові метрики (mIoU, Dice Coefficient та, зокрема, Boundary F1 Score) для підтвердження підвищення чіткості границь.

Об'єкт дослідження - методи автоматичного розпізнавання та семантичної сегментації об’єктів на медичних зображеннях.

Предмет дослідження - архітектура генеративно-змагальної мережі, методичні підходи до інтеграції градієнтного дискримінатора та гібридні функції втрат для підвищення точності визначення границь об’єктів у медичній сегментації.

Методи дослідження: згорткові нейронні мережі, GAN, глибинне навчання, чисельні методи аналізу меж, статистичні методи порівняння.

Наукова новизна полягає у

- розробленні модифікованого методу семантичної сегментації медичних зображень на основі генеративно-змагальної мережі, що включає градієнтно-чутливий дискримінатор типу PatchGAN, здатний аналізувати не лише згенеровану маску, але й її просторові градієнтні характеристики. На відміну від традиційних GAN-підходів, де дискримінатор оцінює маску як цілісну структуру, запропонований підхід інтегрує градієнтну карту як окремий інформаційний канал, що дозволяє моделі чутливо реагувати на локальні помилки на межах об’єктів. Це забезпечує кращу відповідність геометрії контурів між прогнозованими та істинними сегментаціями.

- розробленні гібридної функції втрат генератора, яка поєднує класичну сегментаційну втрату (Dice + BCE), змагальну втрату PatchGAN та запропоновану градієнтну втрату, що мінімізує різницю між градієнтами істинної та прогнозованої масок. Така модифікація функції втрат дозволяє спрямовано оптимізувати модель у межових областях, посилюючи чутливість до структури контуру та покращуючи boundary-орієнтовані метрики.

Практичне значення роботи полягає в наступному:

1 Розроблений метод забезпечує вищу точність визначення меж патологій, що критично важливо для діагностики та хірургічного планування, підвищуючи якість систем CAD.

2 Модель базується на відкритих даних та використовує ресурсно-ефективні обчислення, що забезпечує відтворюваність експериментів та можливість практичної інтеграції у клінічні системи, що не потребують потужних GPU-кластерів.

3 Надано кількісну оцінку покращення за допомогою метрики Boundary F1 Score, що підтверджує ефективність запропонованого підходу.

1 АНАЛІЗ СУЧАСНИХ МЕТОДІВ СЕМАНТИЧНОЇ СЕГМЕНТАЦІЇ МЕДИЧНИХ ЗОБРАЖЕНЬ

Семантична сегментація медичних зображень є ключовою складовою сучасних систем комп’ютерної діагностики, оскільки забезпечує виділення анатомічних структур та патологічних утворень із високою точністю. Особливості медичних даних, зокрема неоднорідність інтенсивності, низький контраст, наявність шумів та артефактів, значно ускладнюють розмежування меж об’єктів і визначають необхідність застосування методів глибинного навчання, здатних забезпечити робастність до варіацій візуальних характеристик. Теоретичний аналіз сучасних підходів до сегментації дозволяє визначити обмеження існуючих моделей та обґрунтувати потребу у використанні генеративно-змагальних мереж (GAN), доповнених механізмами, що підвищують точність визначення меж.

1.1 Семантична сегментація в медичній візуалізації

Медичні зображення створюються різними методами візуалізації, кожен з яких має характерні типи шумів, артефактів та складності. Томографічні методи, такі як комп’ютерна томографія (КТ) та магнітно-резонансна томографія (МРТ), забезпечують деталізовані зрізи внутрішніх органів, але характеризуються неоднорідністю інтенсивностей та особливостями зображення тканин різної щільності. Ультразвукова діагностика (УЗД) є чутливою до спекл-шуму, що значно ускладнює визначення меж об’єктів. Сегментація таких даних потребує методів, що здатні адаптивно виділяти цільові області в умовах значної варіабельності текстурних та контрастних характеристик [1].

Задача семантичної сегментації формально визначається як пошук функції f(x)f(x)f(x), що перетворює вхідне множинне поле інтенсивностей [image: image2.png]x € REXW



 на карту класів
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,

де C - кількість класів.

 Для медичних задач часто розглядається бінарна сегментація C=2, у якій необхідно відділити патологічну або анатомічну структуру від фону.

Основною вимогою до сегментаційних алгоритмів у медичній сфері є не лише максимальна точність класифікації пікселів, але й збереження геометрії об’єктів та коректність визначення меж, оскільки помилки сегментації безпосередньо впливають на результати клінічного аналізу, зокрема визначення об’ємів пухлин або протяжності судин [2].

Історично для сегментації медичних зображень використовувалися класичні алгоритми, що не базуються на машинному навчанні:

Порогова обробка (Thresholding): Сегментація, заснована на розподілі інтенсивності пікселів. Це найпростіший метод, який ефективний лише для зображень із високим контрастом між об’єктом і фоном. Недоліком є його нездатність адаптуватися до неоднорідності текстури всередині області інтересу.

Сегментація на основі регіонів (Region-based): Методи, що групують суміжні пікселі зі схожими властивостями (наприклад, алгоритм Watershed, або зростання регіонів). Ці методи дуже чутливі до шуму та нечіткості границь, а також часто потребують початкових "зерен" (seed points), які мають бути задані вручну або іншим автоматичним методом.

Активні контури (Active Contours): Методи, які використовують математичні моделі (снейки або рівні множини) для еволюції початкового контуру до меж об’єкта, мінімізуючи певну енергетичну функцію. Вони вимагають якісної початкової ініціалізації та можуть зупинятися в локальних мінімумах, не досягнувши справжнього контуру, що критично для складних анатомічних форм. Активні контури та рівневі набори описували межу об’єкта як енергійну функцію

[image: image6.png]E=[(a|V'(s) 1?2+ B 1V'(s) 1+ P(v(s)))ds



,

де 𝑣(𝑠) - параметризація контуру, 𝑃(𝑣) - зовнішній потенціал. Незважаючи на те, що ці методи добре описують геометричні властивості меж, вони потребують ретельного налаштування та можуть втрачати чіткість на даних із низьким контрастом [3]

Головним недоліком класичних підходів є їхня низька стійкість до варіативності медичних зображень (шум, зміна освітлення, нечіткі границі) та необхідність ручного налаштування параметрів, що унеможливлює їх універсальне застосування і автоматизацію у клінічних умовах [4].

З появою згорткових нейронних мереж (CNN) розпочався новий етап у розробці сегментаційних методів. Моделі FCN, SegNet та особливо U-Net стали стандартом у медичних дослідженнях, оскільки забезпечують контекстну обробку та точне відновлення просторової структури об’єктів. Архітектура U-Net використовує симетричну енкодер-декодерну структуру та пропуски між шарами, які дозволяють поєднати глобальну інформацію та локальні деталі.

При цьому проблема точного визначення меж залишається однією з основних. Навіть найсучасніші CNN-моделі нерідко створюють надмірно згладжені маски. Характерною проблемою є нечіткість на ділянках переходу інтенсивностей, де ∇𝑥 мінімальний, що призводить до погіршення метрик Boundary-IoU та Hausdorff Distance. Ця обставина зумовлює потребу у додаткових механізмах, здатних контролювати якість сегментації на межах [4].

1.2 Основи глибокого навчання у медичній cегментації 

Глибинне навчання суттєво змінило методологію сегментації, оскільки згорткові нейронні мережі здатні моделювати складні нелінійні залежності та враховувати контекст багатьох рівнів. Першим проривом стала архітектура Fully Convolutional Network (FCN), яка замінила щільні шари на згорткові та дозволила здійснювати піксельну класифікацію в один прохід. Зворотним боком FCN є низька точність відновлення дрібних структур, оскільки багато інформації втрачається через операції pooling.

Важливим етапом розвитку стала поява архітектури U-Net, яка завдяки симетричній структурі «енкодер–декодер» та пропускам між відповідними рівнями дозволяє поєднати глобальний контекст та локальні текстурні ознаки. Пропуски компенсують втрату просторової інформації під час згорткової компресії, що забезпечує точніше відновлення меж. U-Net досягла високих результатів у сегментації клітин, судин сітківки та пухлин головного мозку [5]. Для бінарної сегментації оптимізація здійснюється на основі Dice-втрати
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Наступною важливою модифікацією стала Attention U-Net, яка інтегрує механізми просторово-канальної уваги. Такий підхід забезпечує вибіркове посилення релевантних ознак при пригніченні шумових фрагментів. Це особливо важливо для медичних зображень, де межі об’єктів є слабоконтрастними. Attention-блоки дозволяють зменшити кількість хибно сегментованих областей і краще виділити патологічні структури, зокрема пухлини, судини та дрібні анатомічні контури.

Після цього широкого поширення набули моделі сімейства DeepLab, зокрема DeepLabv3+, які використовують операції atrous-convolution та багаторівневу модифікацію закодованих ознак. Архітектура DeepLabv3+ дозволяє враховувати контекст різних масштабів, що забезпечує високу точність сегментації об’єктів складної форми. Однак така модель є обчислювально дорогою та менш придатною для задач, де критичною є точність тонких меж, наприклад при сегментації судин сітківки або малих неопластичних утворень.

Особливої уваги заслуговують моделі, що застосовують генеративно-змагальні мережі, зокрема SegAN, які поєднують сегментаційну мережу та дискримінатор для оцінки різниці між прогнозованими масками та істинними розмітками у багатомасштабному просторі. Такий підхід дозволяє підвищити структурну відповідність маски та запобігти фрагментації контурів. Модель SegAN суттєво покращила показники для задач сегментації пухлин та органів, але її дискримінатор, як і більшість класичних GAN-моделей, аналізує переважно інтенсивності, а не геометричні характеристики меж.

Їх аналіз демонструє еволюцію методів від локальної обробки до комплексного моделювання контексту та високорівневої структури, а також підкреслює ключовий недолік - обмежену здатність точно відтворювати межі анатомічних структур. Це формує теоретичні передумови для використання градієнтного дискримінатора, здатного компенсувати згаданий недолік та забезпечити підвищену точність сегментації на критичних ділянках.

1.3 Аналіз U-Net 
U-Net, запропонована Роннебергером та співавторами у 2015 році [5], є архітектурою типу "енкодер-декодер", що отримала свою назву через характерну U-подібну форму:

Енкодер (Contracting Path): Являє собою стандартну CNN-архітектуру, що складається з послідовних блоків подвійної згортки (Convolutional Blocks), за якими слідують операції максимальної підбірки (Max-Pooling). Ця частина відповідає за зменшення просторової роздільної здатності та вилучення контекстної інформації - високоабстрактних ознак, які визначають, що саме знаходиться на зображенні (наприклад, "це ураження").

Декодер (Expansive Path): Відповідає за відновлення просторової роздільної здатності зображення до початкового розміру. Складається з операцій підвищення роздільної здатності (Up-Sampling або Transposed Convolution) та подальших згорток. Основна функція декодера - локалізація об’єкта (визначення точного місця розташування).

З’єднання-пропуски (Skip-connections): Ключова інновація U-Net. Вони забезпечують пряме копіювання ознак із відповідних шарів енкодера до декодера. Це дозволяє декодеру ефективно використовувати як глибоку, висококонтекстну інформацію, так і деталізовану (низькорівневу) інформацію про об’єкт, що є критичним для точного відновлення границь.

U-Net продемонструвала високу ефективність на невеликих тренувальних вибірках завдяки симетричній структурі та ефективному використанню аугментації. Проте, як і більшість CNN, вона оптимізована за локальними втратами (наприклад, Dice Loss), що все ще призводить до усереднення інформації під час операцій підбірки та, як наслідок, до нечіткості границь на фінальній масці.

1.4 GAN-архітектури для задач сегментації медичних даних

Генеративно-змагальні мережі (GAN), запропоновані у [14] році, відкрили нові можливості для задач сегментації. Змагальна взаємодія між генератором 𝐺 та дискримінатором 𝐷 дозволяє навча́ти сегментаційну модель таким чином, щоб вона продукувала маски, які є не лише подібними до істинних у сенсі піксельної точності, але й виглядали реалістично з точки зору структурної відповідності.

Класична GAN-оптимізація описується через мінімакс-функціонал
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де [image: image10.png]Loan(G,D)



 -  змагальна втрата.

Для сегментації до [image: image12.png]Loan(G,D)



о бов'язково додається контекстна втрата (наприклад, Dice Loss або CrossEntropy Loss)
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 відповідає за точність пікселів (тобто площу перекриття), а [image: image18.png]Loan(G,D)



 змушує Генератор створювати візуально реалістичні та високоякісні маски 

Для сегментації використовуються умовні GAN (cGAN), у яких генератор перетворює вхідне медичне зображення 𝑥 на маску [image: image20.png]y = G(x),



 а дискримінатор оцінює пару [image: image22.png]


 або (𝑥,𝑦𝑡𝑟𝑢𝑒) з метою визначити, чи відповідає прогнозована маска реальним анатомічним структурам.
Перевагою GAN-підходів є здатність контролювати високорівневі структури маски, однак класичні дискримінатори оцінюють лише інтенсивності, невраховуючи геометрію контурів. У випадку медичних зображень цього недостатньо, оскільки чіткість меж має вирішальне клінічне значення. Для підвищення контрастності структурних переходів пропонуються спеціалізовані дискримінатори, що оперують градієнтними ознаками [5]. 

Цей підхід є фундаментом нашого дослідження. Він доводить, що додавання змагальної втрати покращує загальну якість масок порівняно з чистими CNN-моделями, підвищуючи їхню правдоподібність.

Наша GAN-архітектура складається з двох конкуруючих моделей:

1 Генератор (G): e нашому випадку це сегментаційна модель (U-Net), яка перетворює вхідне зображення X на сегментаційну маску [image: image24.png]Y= 60



.
2 Дискримінатор (D): yавчається відрізняти згенеровану маску [image: image26.png]


 від справжньої (істинної) маски [image: image28.png]


. Дискримінатор виступає як динамічний штраф, який постійно еволюціонує, навчаючи Генератор.

1.5 Проблема визначення точності границь та обмеження традиційних методів

Головною проблемою CNN- і GAN-методів є згладжування межових ділянок об’єктів. У випадках, коли градієнт інтенсивності між об’єктом і фоном малий, сегментаційні моделі втрачають геометричну точність. Формально границя визначається через модуль градієнта
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Нечіткість меж проявляється у зменшенні значень ∣∇𝑥∣ на відповідних ділянках, що негативно впливає на алгоритмічну здатність моделі розпізнавати локальні переходи.

Одним із ефективних способів корекції цього недоліку є використання градієнтних карт як додаткового каналу інформації для дискримінатора. У цьому випадку маска сегментації аналізується разом із її градієнтом, отриманим, наприклад, за оператором Собеля. Для зображення 𝑦 використовуються фільтри
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Використання градієнтного дискримінатора забезпечує підвищення точності визначення межових областей, оскільки модель отримує додатковий штраф за нечіткість контурів. Це сприяє покращенню метрик Boundary-IoU, Dice та Hausdorff Distance. Доступ до локальних гребенів градієнта дозволяє усувати ефект надмірного згладжування, який притаманний базовим сегментаційним моделям.

Незважаючи на покращення, досягнуті завдяки GAN, загальна змагальна втрата [image: image33.png]


 часто зосереджується на глобальній реалістичності, не приділяючи достатньої уваги локальній точності границь. У медичних зображеннях, особливо для малих структур або новоутворень (наприклад, меланоми на дерматоскопічних знімках), неточність границь навіть на кілька пікселів є критичною і може вплинути на клінічне рішення.

Обмеження традиційних методів. 

Чутливість до границь: Традиційні метрики, як-от [image: image35.png]Dice, IoU



, є метриками площі. Модель може мати високий Dice Coefficient (наприклад, 0.95), але демонструвати значні помилки на контурах, оскільки ці помилки складають лише малу частину загальної площі.

Усереднення: Операції підбірки в енкодері та подальші згортки у декодері призводять до втрати високочастотної інформації (деталей контурів).

1.5.1 Аналіз сучасних публікацій: Boundary-Aware та GAN-підходи. Сучасні дослідження підтверджують необхідність явного механізму для керування точністю границь. Цей напрямок є одним з найбільш активних у медичній сегментації.

Явне навчання границь (Liu et al., 2018): У роботі [7] було запропоновано архітектуру, яка використовує додаткову гілку в мережі, спеціально навчену виявляти контури об'єктів (Boundary Detection). Це рішення є двокомпонентним: основний сегментатор працює паралельно з детектором границь, і обидва оптимізуються одночасно. Це довело, що явне навчання границь значно підвищує метрики, чутливі до контурів.

GAN з фокусом на границі (Chen et al., 2019): Дослідження [8] є найбільш релевантним, оскільки поєднує два ключові елементи нашої роботи: GAN та чутливість до границь. Автори запропонували зважувати втрату Дискримінатора в прикордонних областях, щоб він "фокусувався" на помилках саме поблизу межі. Це змушує Генератор приділяти більше уваги границі. Обмеження цього підходу полягає в тому, що Дискримінатор все ще оперує повною маскою, а зважування лише впливає на внесок у втрату, а не на архітектуру Дискримінатора, спеціалізовану на градієнтах.

Використання Карт Відстаней (Distance Maps) для границь: Іншим активним напрямком є використання Карт Відстаней (Distance Maps) як цільової змінної замість бінарної маски або включення Loss на основі Distance Map до функції втрат. Ці методи безпосередньо вимірюють, наскільки далеко передбачуваний контур знаходиться від істинного. Хоча це ефективно, такий підхід не використовує змагальну природу GAN для підвищення реалістичності.

Висновки аналізу: проведені дослідження підтверджують, що: 

а) GAN необхідний для реалістичності; 

б) zвне врахування границь є необхідним для точності. 

Існує об'єктивна потреба у створенні методу, який поєднає переваги GAN, але цільовим чином задіє Дискримінатор для прямої оцінки градієнтів, а не просто зважування його втрати.

1.5.2 Обґрунтування проблеми та наукова гіпотеза. Аналіз показує, що для досягнення клінічно прийнятної точності необхідно, щоб Дискримінатор працював не лише як оцінювач реалістичності, а й як цільовий критик якості контурів.

Проблема: існуючі GAN-моделі недостатньо використовують архітектуру Дискримінатора для прямої оцінки градієнта (краю) маски.

Наукова гіпотеза дослідження: розробка градієнтного дискримінатора (Gradient Discriminator) - спеціалізованої згорткової мережі, яка оперує не просто з масками, а з їхніми градієнтами (виділеними контурами), та навчена на різниці градієнтів між згенерованою та істинною масками, - дозволить Генератору мінімізувати помилки контурів. Це призведе до кількісного підвищення метрики Boundary F1 Score на медичних зображеннях порівняно з базовими моделями. Цей підхід є науковою новизною роботи

2 МЕТОДОЛОГІЯ ДОСЛІДЖЕННЯ ТА АРХІТЕКТУРА ПРОПОНОВАНОГО МЕТОДУ

2.1 Загальний огляд пропонованої архітектури методу

Генеративно-змагальна мережа (GAN) складається з двох моделей: генератора GGG та дискримінатора DDD, які навчаються у змагальній постановці. Генератор намагається синтезувати дані, подібні до реальних, тоді як дискримінатор прагне відрізнити синтетичні зразки від справжніх. У класичній постановці Goodfellow функціонал має вигляд

[image: image37.png]mgin mDaJc V(D,G) = ]E,,diam[logD(x)] + ]Ezwpz[log(l —D(G(2)))].



, 

де [image: image39.png]Daata(X)



 – емпіричний розподіл реальних даних, [image: image41.png]


 – апріорний розподіл латентного шуму.

Для задач семантичної сегментації доцільно використовувати умовні GAN (cGAN), у яких генератор формує вихідну маску [image: image43.png]


 за умовою на вхідне зображення x, а дискримінатор оцінює пари (x, y) та [image: image45.png](x,y)



. У цьому випадку генератор визначається як відображення

[image: image46.png]V= G(x:0),




де [image: image48.png]


 – параметри нейронної мережі, а дискримінатор реалізує апроксимацію умовної ймовірності

[image: image49.png]D(x,y;0p) ~ P(real | x,y),




де [image: image51.png]


 – параметри дискримінатора. Функціонал cGAN набуває вигляду
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У задачах медичної сегментації критерій оптимізації доповнюється спеціальними термами, зокрема піксельною або регіональною втратою (наприклад, Dice Loss), що відображає якість співпадіння маски [image: image54.png]


 з істинною маскою y. Таким чином, для генератора формується комбінована функція втрат, яка, окрім змагального доданка, містить сегментаційний компонент.

Проблемою стандартних GAN є нестабільність навчання, феномен mode collapse та чутливість до вибору архітектури дискримінатора. У сегментаційних задачах додатковою складністю є необхідність точного відтворення геометрії меж, яка слабо контролюється лише глобальними піксельними метриками. Це мотивує використання спеціалізованих дискримінаторів, що працюють на рівні локальних фрагментів та враховують градієнтні характеристики маски.

2.2 Обґрунтування вибору U-Net як генератора

У якості генератора запропоновано використати архітектуру U-Net, яка є де-факто стандартом у задачах біомедичної сегментації [5] і демонструє високу ефективність на різних типах медичних даних. Архітектура U-Net має симетричну структуру «стискаючої» та «розгортаючої» частин, які утворюють U-подібну форму, та включає пропуски (skip-connections) між відповідними рівнями енкодера і декодера.

Нехай вхідне зображення [image: image56.png]x € REXW



 подається на вхід енкодеру, який виконує послідовність згорткових перетворень і підвибірки. На кожному рівні енкодера формується тензор ознак

[image: image57.png]henc = fene(peney, 1





де [image: image59.png]enc
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, [image: image61.png]£,27¢(4)



 – композиція згортки, нормалізації та нелінійності. Внаслідок цього розмір простору зменшується, а кількість каналів зростає, що забезпечує агрегацію контекстної інформації.

У розгортаючій частині декодера застосовується операція транспонованої згортки або інтерполяції для відновлення просторової роздільної здатності:

[image: image62.png]pgec = fYP(pdecy | = —





де [image: image64.png]1Y)



– оператор підвищення роздільної здатності. Важливою особливістю U-Net є пропуски, коли на відповідному рівні декодера тензор [image: image66.png]h

dec



 конкатенується з тензором ознак [image: image68.png]h

dec



 енкодера:

[image: image69.png]hiec = ¢, (concat (hf"‘, hf“)),




де [image: image71.png]d,(+)



 – згортковий блок. Така операція дозволяє зберегти тонкі структурні деталі, що були втрачені під час підвибірки, та забезпечує точніше відтворення межових областей.

Вихідний шар генератора U-Net формує карту ймовірностей приналежності кожного пікселя до класу об’єкта:

[image: image72.png]y = o(f ¥t (hdecy),




[image: image73.png]y € [0,1]F*W




де fout(⋅) – згортка з ядром розміру 1×1, а σ(⋅) – сигмоїдна функція активації у випадку бінарної сегментації.

Вибір U-Net як генератора для запропонованого методу обумовлений кількома факторами. По-перше, U-Net забезпечує високу точність сегментації за рахунок ефективного поєднання локальної та глобальної інформації. По-друге, архітектура є відносно компактною, добре дослідженою та легко розширюваною, що полегшує її інтеграцію у GAN-рамку. По-третє, численні публікації демонструють успішне застосування U-Net у сегментації пухлин, судин, органів та клітин, що робить її природною відправною точкою для подальших модифікацій з урахуванням межових ефектів.

2.3 Градієнтний дискримінатор PatchGAN: архітектура та принцип дії

Хоча в сучасних генеративних моделях інколи застосовується підхід із використанням кількох окремих дискримінаторів, зокрема спеціалізованого дискримінатора для глобальної реалістичності та окремого для аналізу межових структур, такий варіант не був обраний у даній роботі з кількох причин. По-перше, застосування двох незалежних дискримінаторів значно підвищує складність навчання генератора через необхідність одночасної оптимізації двох змагальних функцій втрат. У таких випадках градієнтні сигнали від різних дискримінаторів можуть бути суперечливими, що призводить до нестабільності навчання, збільшення ризику mode collapse та залежності від делікатного налаштування вагових коефіцієнтів між змагальними потоками.

По-друге, використання двох дискримінаторів призводить до збільшення обчислювальних витрат та потребує значно потужніших апаратних ресурсів для досягнення стабільної збіжності. Це ускладнює практичне використання моделі й може призвести до нестійкої поведінки на медичних наборах даних із високою варіабельністю. По-третє, попередні дослідження засвідчують, що ефект «подвійного контролю» над межами може бути досягнутий шляхом інтеграції градієнтних карт у єдиний дискримінатор PatchGAN, який здатний виконувати роль і глобального, і локального критика. Така архітектура забезпечує баланс між стабільністю навчання, обчислювальною ефективністю та здатністю моделі точно відтворювати межі об’єктів.

З огляду на наведені міркування, у роботі застосовано єдиний градієнтно-чутливий дискримінатор PatchGAN, який дозволяє зменшити складність системи та водночас забезпечити високу точність сегментації на межових ділянках.

У класичних GAN дискримінатор зазвичай повертає скалярне значення, яке інтерпретується як ймовірність того, що вхідний зразок є реальним. Для задач сегментації більш доцільно використовувати дискримінатор типу PatchGAN [17], який оцінює не все зображення цілком, а набір локальних фрагментів (patches). Формально дискримінатор PatchGAN реалізує відображення
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де кожен елемент вихідної матриці Di,j відповідає оцінці «реалістичності» локального фрагмента вхідного зображення. Остаточне рішення може трактуватися як середнє або сукупність локальних оцінок.

Для медичної сегментації підхід PatchGAN є доцільним тому, що критичну роль відіграє локальна коректність межових ділянок, тоді як глобальна структура об’єкта (наприклад, форма органу) часто задається анатомічно. Локальні дискримінативні вікна дозволяють жорстко контролювати якість переходів між об’єктом і фоном у невеликих областях.

Запропонований метод використовує градієнтний дискримінатор PatchGAN, який, на відміну від класичного, оперує не лише вихідними масками, але й їхніми градієнтними картами. Нехай [image: image76.png]


– згенерована маска, y – істинна маска. Для масок обчислюються градієнтні компоненти за оператором Собеля:
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[image: image81.png]Vey =Gy*xy, i,y =Gy *




,

[image: image83.png]Vy=0Gy*xy, Vy=G,*y



,
де * означає операцію згортки. Далі формується градієнтна карта

[image: image85.png]90 = VT + (0707 90) = f (V)2 + (7,9)%



. 

На вхід дискримінатора подається конкатенація маски та її градієнтної карти по канальному виміру. Для реальних пар формується тензор

[image: image87.png]Z,0q1 = concat(y, g(y))



,

для згенерованих

[image: image88.png]Zrake = concat(y, g(y)).




Таким чином, дискримінатор навчається відрізняти не лише глобальну форму маски, але й локальну структуру контурів. Якщо межі на згенерованій масці розмиті або зміщені, то відповідна градієнтна карта буде суттєво відрізнятися від реальної, що призведе до зниження оцінки D(zfake).

Архітектурно градієнтний дискримінатор PatchGAN реалізується як послідовність згорткових блоків із поступовим зменшенням просторового розміру та збільшенням кількості каналів. Нехай вхідний тензор позначено як [image: image90.png]7 € REXWx2



. Тоді
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де ψk(⋅) – згортка з нелінійністю. Вихід дискримінатора

[image: image93.png]D(z) = o(h2),D(z) € (0,1)H W'



,

де σ(⋅) – сигмоїдна функція активації. Локальність оцінки дозволяє моделі чутливо реагувати на дрібні артефакти на межах об’єктів, що є ключовим для підвищення точності сегментації.

Наша модифікація полягає в тому, що ми перетворюємо дискримінатор з «простого» критика масок на спеціалізованого критика, який одночасно дивиться на маску і на її градієнтну карту. Тобто він навчається відрізняти не тільки правильну форму об’єкта в цілому, але й чіткість контуру.

У стандартній GAN-схемі дискримінатор байдужий до невеликих помилок на межі: якщо більша частина маски правильна, він дає генератору досить високий «бал». Ми ж підсилюємо роль меж за рахунок того, що на вхід дискримінатора подаємо карту градієнтів (наприклад, отриману фільтром Собеля), де явно виділені краї. Якщо межа згенерованої маски розмита або зміщена, градієнтна карта суттєво відрізняється від істинної, і дискримінатор дає генератору сильний негативний сигнал.

2.4 Функції втрат та алгоритм оптимізації запропонованої моделі

Функція втрат у запропонованій моделі є ключовим елементом оптимізації та визначає, які саме характеристики прогнозованої маски підлягають мінімізації в процесі навчання. Оскільки задача медичної сегментації має кілька аспектів - точність покриття області, структурна цілісність, гладкість меж та їх коректна локалізація - застосування лише однієї втрати зазвичай не забезпечує оптимальної якості результатів. Традиційні підходи обмежуються поєднанням Dice Loss і Binary Cross-Entropy, які добре відображають подібність масок на рівні пікселів, але майже не реагують на помилки у межових областях. Саме тому у запропонованому методі функція втрат є композитною і складається з трьох компонент: сегментаційної, змагальної та градієнтної.

Для навчання запропонованої моделі пропонується комбінована функція втрат, яка поєднує сегментаційну, змагальну та градієнтну компоненти. 

Додатково у функції втрат генератора ми вводимо градієнтний доданок, який прямо порівнює градієнти істинної та прогнозованої масок. Це означає, що генератор навчається не лише покривати правильну площу об’єкта (Dice / CE), а й «потрапляти» саме в контур. У результаті модель оптимізується під ті аспекти, які особливо важливі в медичній діагностиці, – чіткість і правильне розташування меж.

Нехай [image: image95.png]y € {0,1}XW



 – істинна бінарна маска, [image: image97.png]y € [0,1]F*W



 – вихід генератора.

Сегментаційна складова має компенсувати класовий дисбаланс та забезпечувати одночасно стабільне навчання і високу чутливість до мало представлених пікселів об’єкта. У цьому дослідженні сегментаційна втрата визначається як комбінація Dice-втрати та бінарної крос-ентропії:
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де N=H⋅W, ϵ – малий додатний параметр для уникнення ділення на нуль. Комбінована сегментаційна втрата визначається як

[image: image102.png]Loog() = @ Lpice(,y) + (1 — @) Lpce(y,)



,

де α∈[0,1] визначає співвідношення між компонентами. Така комбінація є доцільною для медичних задач, оскільки LDice добре працює при дисбалансі між фоном і об’єктом, а LBCE забезпечує стабільну градієнтну інформацію для більшості пікселів.

Змагальна складова для дискримінатора будується за схемою умовного GAN. Для реальних зразків zreal та згенерованих zfake втрата дискримінатора має вигляд
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Втрата генератора у змагальній частині визначається як

[image: image104.png]Loan(Zrake) = Zfake [log D (z¢qke)]-




У разі необхідності підвищення стабільності можна замінити даний функціонал на LSGAN-варіант, однак у запропонованому методі використовується крос-ентропійна форма, оскільки вона добре поєднується з бінарною природою виходу дискримінатора та не потребує додаткових модифікацій архітектури.

Градієнтна складова втрат для генератора спрямована на мінімізацію різниці між градієнтами істинної та згенерованої масок. Для цього використовується L1-норма різниці градієнтних карт:
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де g(⋅) – оператор формування градієнтної карти, визначений раніше. Така втрата безпосередньо штрафує відмінності у положенні та різкості контурів.

З урахуванням усіх складових повна функція втрат генератора записується як
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де λseg, λGAN, λgrad>0 – вагові коефіцієнти, що визначають вплив відповідних компонент. Збільшення λseg підсилює роль піксельної точності, підвищення λGAN посилює вплив змагального навчання, а λgrad контролює жорсткість вимог до точності контурів.

Оптимізація параметрів θG та θD виконується методом стохастичного градієнтного спуску з моментом, зокрема оптимізатором Adam. Для генератора виконуються оновлення
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для дискримінатора
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де ηG та ηD – швидкості навчання відповідних компонент.

Оскільки значуща частина діагностичної інформації в медичних зображеннях міститься саме на межах структур, градієнтна втрата забезпечує підвищену чутливість моделі до локальних похибок на контурах. На відміну від Dice чи BCE, які оцінюють глобальну подібність масок, градієнтна складова безпосередньо стимулює генератор точно відтворювати межі, зменшуючи їх розмитість і покращуючи геометричну точність. Це дозволяє моделі краще працювати при низькому контрасті та слабких градієнтах у вихідному зображенні - типових ситуаціях для КТ, МРТ та УЗД.

Поєднання Dice+CE для сегментації, змагальної компоненти для структурної узгодженості масок та градієнтної втрати для контролю контурів формує функцію втрат, яка цілеспрямовано орієнтована на підвищення точності визначення межових областей у медичних даних.

2.5 Алгоритм роботи запропонованого методу

Алгоритм роботи запропонованого методу (рис.2.1) можна описати як послідовне навчання генератора U-Net та градієнтного дискримінатора PatchGAN на парах «зображення – істинна маска». На кожній ітерації навчання генерується сегментаційна маска, обчислюються градієнтні карти, формуються входи для дискримінатора, після чого виконуються оновлення параметрів θD та θG згідно з відповідними функціями втрат.
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Рисунок  2.1 - Алгоритм роботи методу семантичної сегментації

Представлений алгоритм відображає базовий цикл навчання моделі: на кожній ітерації дискримінатор уточнює здатність відрізняти реальні маски з їхніми градієнтами від згенерованих, а генератор навчається одночасно покращувати глобальну сегментаційну якість та узгодженість контурів.

2.6 Теоретичний аналіз переваг запропонованого методу

Запропонований метод поєднує сильні сторони трьох компонент: генератора U-Net, що забезпечує високу якість піксельної сегментації, локально-чутливого дискримінатора PatchGAN та градієнтної складової, яка акцентує увагу на межах об’єктів.

Використання U-Net гарантує збереження інформації про дрібні структури за рахунок пропусків між енкодером і декодером. Це особливо важливо у випадку тонких судин або вузьких меж пухлин. Разом з тим стандартна U-Net, оптимізована лише за Dice або крос-ентропією, має тенденцію до надмірного згладжування вихідних масок, оскільки помірне зміщення меж незначно впливає на інтегральні метрики.

Дискримінатор PatchGAN аналізує локальні фрагменти маски та її градієнтної карти, що дозволяє моделі фокусуватися на відповідності локальних патернів між реальними та згенерованими сегментаціями. Це зумовлює підвищену чутливість до локальних помилок на межах та до появи артефактів, таких як «дірки», розриви або «сходинки» на контурі.

Градієнтна втрата Lgrad вводить прямий штраф за відмінність між градієнтами істинної та прогнозованої масок. Геометрично це означає, що модель намагається відтворити не лише область об’єкта, але й геометрію його контуру. Очікується зменшення відстані Хаусдорфа між межами, а також покращення Boundary IoU, яка оцінює перетин і об’єднання у вузькій смузі навколо межі. Якщо позначити множину пікселів у межовій смузі як ∂Ω\partial \Omega∂Ω, то Boundary IoU визначається як
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і саме ця величина повинна суттєво зростати у разі коректної роботи градієнтного дискримінатора.

З точки зору обчислювальної складності, додавання градієнтної обробки та PatchGAN-дискримінатора збільшує загальну кількість операцій, однак використання операторів Собеля та локальних згорток з невеликими ядрами не приводить до критичного зростання часу навчання для типових розмірів медичних зображень. Таким чином, запропонований метод є практично придатним для застосування у клінічних системах підтримки прийняття рішень.

У сукупності теоретичний аналіз вказує на те, що інтеграція генератора U-Net із градієнтним дискримінатором PatchGAN та комбінованою функцією втрат дозволяє спрямовано покращити точність визначення межових областей без зниження загальних метрик якості сегментації.

2.7 Метрики оцінювання якості сегментації

Оцінювання точності результатів сегментації є критичною складовою досліджень у сфері медичного зображення, оскільки якість автоматично отриманих масок безпосередньо впливає на клінічну інтерпретацію результатів та подальші діагностичні рішення. Різні аспекти сегментації можуть вимагати застосування різних кількісних характеристик. Для аналізу роботи запропонованого методу та порівняння із базовими моделями використовуються метрики, що оцінюють як глобальну якість покриття об’єкта, так і точність відтворення межових областей.

Традиційні метрики сегментації, такі як Dice та IoU, вимірюють перекриття між прогнозованою маскою [image: image117.png]


 та істинною маскою y. Вони відображають загальну точність відновлення області об’єкта, але не завжди адекватно характеризують похибку у відтворенні геометрії контуру. У медичних задачах, де межі об’єктів можуть бути тонкими або містити важливу структурну інформацію, необхідне комбіноване використання метрик перекриття та метрик контурної різниці.

У цьому дослідженні розглядаються наступні метрики: Dice, Intersection over Union (IoU), Precision, Recall, Hausdorff Distance (HD), Average Symmetric Surface Distance (ASSD) та Boundary Intersection over Union (Boundary IoU). Їх застосування дозволяє комплексно оцінити як загальну якість сегментації, так і точність реконструкції меж.

Метрика Dice є однією з найбільш поширених у медичній сегментації. Вона визначається як
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що еквівалентно
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де TP, FP, FN позначають кількість пікселів істинно позитивних, хибно позитивних та хибно негативних відповідно. Значення Dice від 0 до 1 характеризує ступінь відповідності прогнозованої та істинної областей. Dice є чутливою до дисбалансу між об’єктом та фоном, що робить її ключовою для медичних зображень, де об’єкт часто займає незначну частину кадру.

Метрика Intersection over Union (IoU) визначає відношення площі перетину масок до площі їх об’єднання:
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Завдяки більш жорсткому штрафу за помилки, ніж у Dice, метрика IoU є показовою при порівнянні моделей із різними типами пропусків та помилок класифікації.

Додатковими характеристиками є Precision та Recall, які дозволяють окремо оцінити здатність моделі уникати хибнопозитивних та хибнонегативних передбачень:
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У випадку сегментації медичних структур, надмірне значення Precision може впливати на пропуск важливих патологічних ділянок, тоді як високе значення Recall підвищує ймовірність захоплення помилкових областей. Тому баланс між цими двома метриками є важливим для адекватної оцінки моделі.

Для оцінювання якості саме межової сегментації застосовується метрика Boundary Intersection over Union (Boundary IoU), яка визначає відношення площі перетину межових смуг істинної та згенерованої масок:
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де ∂Ω - вузька смуга навколо контуру, сформована дилатацією маски. Boundary IoU є чутливою до якості локалізації меж і краще відображає ефекти, на які впливають градієнтний дискримінатор та градієнтна втрата.

Boundary F1 Score (BF Score) обчислює F1-міру на підставі відповідності між передбачуваними та істинними контурами, використовуючи метрику відстані (наприклад, Distance Map) між пікселями. На відміну від Dice, BF Score є метрикою контуру, що безпосередньо оцінює якість локалізації границь, а не площу.
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У методах обчислення Boundary Precision / Recall та BF1 істинну межу розширюють операцією дилатації на k пікселів → отримують смугу Btrue. Аналогічно формується смуга Bpred навколо прогнозованої межі. Вважається, що прогнозована межова точка є правильною (TPB), якщо вона потрапляє у смугу Btrue. Перетин boundary bands визначає TPB. Точки у Bpred, що не потрапили у Btrue формують  FPB. Точки у Btrue, які не були перетнуті прогнозом формують FNB.

Таким чином BF1 оцінює якість локалізації та геометричну точність межі, що критично важливо для медичної сегментації.

Використання гібридної оцінки Dice та BF Score дозволяє підтвердити, що запропонований метод не лише зберігає загальну точність (високий Dice), а й цільовим чином покращує якість контурів (високий BF Score), що є ключовою цінністю роботи.

Таким чином, комплексне застосування Dice, IoU, Precision, Recall, Hausdorff Distance, ASSD та Boundary IoU дозволяє всебічно оцінити ефективність сегментаційного алгоритму. Метрики Dice та IoU оцінюють загальну якість перекриття сегментаційних областей, метрики Precision і Recall дозволяють виявити особливості поведінки моделі щодо хибнопозитивних та хибнонегативних передбачень, а Hausdorff Distance, ASSD та Boundary IoU надають кількісну оцінку коректності відтворення межових участків. Саме ці метрики дозволяють отримати найбільш об’єктивне порівняння запропонованої моделі з базовими архітектурами, оскільки вони відображають ті аспекти роботи моделі, які безпосередньо змінюються під впливом градієнтного дискримінатора PatchGAN.

3. ЕКСПЕРИМЕНТАЛЬНІ ДОСЛІДЖЕННЯ ТА ОЦІНЮВАННЯ ЕФЕКТИВНОСТІ ЗАПРОПОНОВАНОГО МЕТОДУ

Метою експериментального дослідження є кількісна оцінка точності сегментації дерматологічних зображень за допомогою запропонованої архітектури GradGAN, що поєднує базовий U-Net та модуль градієнтної дискримінації. На відміну від класичних методів, розроблений підхід дозволяє:

- використовувати попередньо натреновану U-Net як ініціалізацію (fine-tuning);

- підсилювати локальні контури об’єктів за рахунок градієнтної дискримінації Sobel-оператором;

- зменшувати кількість помилок по межі патологічної ділянки, що критично важливо для медичних задач.

3.1 Мета експерименту, постановка дослідження та обґрунтування вибору моделей

Метою експериментального дослідження є комплексна оцінка ефективності запропонованого методу сегментації медичних зображень, що поєднує класичну архітектуру U-Net із градієнтно-орієнтованим генеративно-змагальним модулем (Gradient PatchGAN). Основним завданням є визначення того, чи забезпечує запропонований підхід покращення сегментаційних показників порівняно з базовими глибинними моделями та чи має він потенціал до застосування в задачах, де критичною є точність визначення меж патологічних утворень.

Постановка експерименту передбачає проведення навчання та тестування моделей на наборі даних ISIC 2018 Task 1 – Lesion Boundary Segmentation, який є міжнародним стандартом для досліджень у галузі комп’ютерного аналізу дерматоскопічних зображень. Для забезпечення репрезентативності та стабільності навчання розподіл даних було виконано таким чином: 1500 зображень використано для навчання, 259 — для валідації, 80 — для тестування. Такий обсяг дозволяє зберегти достатню різноманітність прикладів та забезпечує коректне оцінювання узагальнювальної здатності моделей.

Експеримент складається з кількох послідовних етапів. На першому етапі відбувається навчання базової моделі U-Net, що виконує дві функції: слугує еталоном для порівняльного аналізу та використовується для ініціалізації ваг запропонованої моделі GradGAN. Використання попередньо навченого U-Net як стартової точки для генератора суттєво прискорює збіжність і дозволяє уникнути нестабільності, притаманної початковим етапам тренування GAN-моделей на медичних зображеннях.

На другому етапі здійснюється навчання комбінованої архітектури GradGAN, яка поєднує U-Net-подібний генератор і PatchGAN-дискримінатор, модифікований для обробки градієнтних мап. Такий підхід дозволяє посилити чутливість моделі до меж об’єкта сегментації та сприяє формуванню більш гладких і структурно узгоджених контурів. Додатковим аргументом на користь використання градієнтних ознак є підвищення стійкості моделі до коливань освітлення та текстурних артефактів, що є характерними для дерматоскопічних зображень.

Обґрунтування вибору моделей для порівняння ґрунтується на їхніх архітектурних властивостях та попередніх результатах у наукових дослідженнях. U-Net тривалий час залишається базовим стандартом для сегментації медичних зображень завдяки симетричній структурі з пропускними зв’язками, що забезпечує збереження просторових деталей. Модель PatchGAN зарекомендувала себе як ефективний дискримінатор у задачах локально орієнтованої оцінки реалістичності, що робить її доцільною для підсилення якості локальних контурів у задачах сегментації. Поєднання цих архітектур дає можливість отримати модель, здатну одночасно відтворювати точні межі та підтримувати узгодженість глобальної структури маски.

Для обґрунтованого порівняння було вибрано такі моделі:

U-Net (baseline) — де-факто стандарт у біомедичній сегментації.

Attention U-Net — модифікація, що враховує просторову важливість пікселів; включена для порівняння з іншим weakly-GAN-free підходом.

GradGAN (запропонований метод) — U-Net + градієнтний дискримінатор + fine-tuning на основі попередньо отриманих ваг.

Вибір моделей відповідає вимогам до магістерської роботи: порівнюється базовий метод, його покращення та контрольний альтернативний підхід.

Таким чином, обрана експериментальна схема дозволяє не лише кількісно оцінити запропоновану модель, а й обґрунтовано порівняти її з базовими рішеннями. Застосування поетапного підходу (попереднє навчання U-Net → fine-tuning GradGAN) є ключовим для досягнення стабільних результатів та забезпечення об'єктивності експериментального аналізу.

3.2 Використовувані дані та підготовка вибірок

Для експериментального дослідження використано відкритий міжнародний набір даних ISIC 2018: Task 1 – Lesion Boundary Segmentation, який містить дерматоскопічні зображення шкірних утворень разом із високоточними експертними масками контурів. Даний набір даних є загальноприйнятим еталоном у задачах сегментації медичних зображень завдяки високій варіативності форм, кольорів і текстур утворень, а також наявності стандартизованої розмітки.

У підготовчому етапі зображення та маски було впорядковано в єдину структуру директорій та перевірено на відповідність за іменами та розмірами. Кожне зображення приводилося до просторового розміру 256×256 пікселів, що дозволяє зменшити обчислювальні витрати та забезпечує узгодженість при подальшому батч-обробленні. Попередня нормалізація здійснювалася шляхом масштабування інтенсивностей пікселів у діапазон [0; 1]. Маски конвертувалися у бінарний формат, де 1 відповідає області патології, а 0 — фону.

Для підвищення стійкості до варіацій освітлення та структури поверхні шкіри використовувалася помірна аугментація: горизонтальні та вертикальні відображення, випадкові повороти та зміни яскравості. Аугментація застосовувалась лише під час навчання.

Дослідження проводилося у два етапи з різними наборами даних.

Експеримент А: попередній (на скороченій вибірці)

Для оперативної перевірки працездатності архітектури запропонованої моделі та для підбору гіперпараметрів (параметрів вагових коефіцієнтів λ, кількості епох, співвідношення втрат) було сформовано компактну навчальну вибірку:

400 зображень — тренування;

80 — валідація;

80 — тестування.

На підвибірці 400/80/80 базовий U-Net досягає 𝐷𝑖𝑐𝑒≈0.8, 𝐼𝑜𝑈≈0.72, BF1≈0.56.

Grad-GAN у початковій конфігурації на цьому обсязі даних показав нижчі середні метрики: Dice≈0.73, IoU≈0.61, BF1≈0.39.

Це вказує на чутливість моделі до обсягу навчальної вибірки та параметрів змагальної й градієнтної складових функції втрат.

Основний аналіз виконується на більшому наборі даних та з урахуванням boundary-метрик.

Експеримент А дозволив сформувати кілька «розумних ходів»:  ініціалізувати GradGAN генератор з попередньо натренованого U-Net і тренувати GradGAN не з нуля, а як fine-tuning з додатковими втратами. Це радикально спрощує задачу для G.

Цей експеримент дозволив швидко оцінити стабільність функції втрат, поведінку дискримінатора, збіжність генератора та якість контурів у масках. Отримані результати використано для налаштування оптимальних значень гіперпараметрів перед проведенням основного масштабного експерименту.

Експеримент B: основний (FULL EXP 2)

Для остаточного оцінювання якості доповненої архітектури GradGAN було використано повний набір підготовлених даних:

1500 зображень — тренування;

259 — валідація;

80 — тестування.

Такий розподіл забезпечує достатню статистичну репрезентативність та дозволяє об’єктивно порівняти ефективність GradGAN із базовими моделями. Саме цей експеримент визначає фінальні показники та формує основу для висновків щодо наукової новизни та практичної цінності запропонованого методу.

3.3 Методика навчання базових моделей для порівняння

Для забезпечення коректного порівняння було обрано дві репрезентативні моделей сегментації: U-Net та Attention U-Net. Ці моделі широко застосовуються в медичній візуалізації та є сталими базовими архітектурами для задач визначення меж патологічних утворень.

U-Net як базова модель та pre-trained основа для GradGAN

U-Net використовувалась у двох ролях:

- як незалежна базова модель для порівняння результатів сегментації. Це дає змогу визначити, якою є якість сегментації без застосування додаткових змагальних або градієнтних механізмів.

- як ініціалізація (pretrained backbone) для GradGAN. Попереднє навчання U-Net дозволяє генератору GradGAN стартувати з уже сформованими просторовими ознаками, що значно покращує стабільність навчання GAN-моделі, зменшує кількість артефактів на ранніх етапах та прискорює збіжність.

Параметри навчання базових моделей

Навчання U-Net та Attention U-Net проводилось протягом 15 епох, що у нашій конфігурації забезпечило достатню збіжність функції втрат та високу точність на валідаційній вибірці.

Як функцію втрат застосовано комбінацію бінарної крос-ентропії та Dice Loss:

[image: image131.png]Lyves = 0.5 - BCE(,7) + 0.5 - (1 — Dice(y,))




Таке поєднання дає змогу одночасно контролювати як глобальну площу сегментації (BCE), так і узгодженість структури меж (Dice Loss).

Attention U-Net тренувався аналогічним чином, однак із додатковим блоком уваги, що дозволяє вибірково підсилювати релевантні ознаки під час реконструкції маски.

Усі моделі навчались за однакових умов: однаковий розподіл даних, однаковий розмір вхідних зображень та ідентична політика аугментації. Такий підхід забезпечує коректність порівняння та мінімізує вплив сторонніх факторів.

3.4 Навчання запропонованої GradGAN-моделі

Запропонована модель GradGAN поєднує U-Net-подібний генератор із модифікованим PatchGAN-дискримінатором, чутливим до градієнтних особливостей. Основною ідеєю є пряме навчання моделі на коректному відтворенні межі об’єкта сегментації. Для цього вхід дискримінатора формується не за текстурними ознаками, а за градієнтними картами Sobel, що дозволяє дискримінатору фокусуватися виключно на структурі контуру.

Ініціалізація генератора

Генератор GradGAN не тренувався “з нуля”. Він був ініціалізований вагами базової моделі U-Net, отриманими під час попереднього етапу:
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Цей підхід забезпечив:

- швидку збіжність функції втрат,

- якісні сегментації з перших епох навчання,

- відсутність характерних для GAN «нестабільних» артефактів.

Функція втрат GradGAN. Загальна функція втрат генератора має вигляд:
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Перші два члени контролюють глобальну структуру маски, LGAN відповідає за узгодженість локальної структури, Lgrad штрафує за розмитість чи нерівномірність меж.

У ході попереднього експерименту λ-коефіцієнти були підібрані так, щоб модель не «переорієнтовувалася» на GAN-втрати, а зберігала баланс між контурною точністю та глобальною структурою сегментації.

Навчання GradGAN. У фінальному експерименті GradGAN навчався протягом 40 епох, що виявилося оптимальним значенням для забезпечення стабільної роботи генератора та дискримінатора. Навчання виконувалось у режимі fine-tuning, коли частина параметрів генератора адаптувалася до нового завдання, а дискримінатор навчався з нуля.

3.5 Порівняння моделей та аналіз результатів

Проведемо порівняльний аналіз ефективності трьох моделей сегментації: базового сегментатора U-Net, модифікованої архітектури Attention U-Net та запропонованої моделі GradGAN, що поєднує генератор на основі U-Net з PatchGAN-дискримінатором і додатковою градієнтною компонентою функції втрат (табл.3.1). Усі моделі навчалися на ідентичній навчальній вибірці ISIC2018, сформованій на основі рекомендованого розподілу даних: 1500 зображень для тренування, 259 — для валідації та 80 — для тестування. Це забезпечило можливість коректного порівняння результатів на основі єдиної методології.

Таблиця  3.1 – Порівняльні результати роботи моделей сегментації

	Модель
	Dice
	IoU
	BF1

	U-Net
	0.8476
	0.7530
	0.6457

	Attention U-Net
	0.8525
	0.7618
	0.6434

	GradGAN (наш метод)
	0.8751
	0.7949
	0.7042


Для оцінювання якості сегментації використовувалися метрики Dice, IoU та Boundary F1 (BF1). Перші дві характеризують площинну подібність маски моделі до еталонної разметки, тоді як BF1 вимірює точність та повноту відтворення саме контурів об’єкта. Остання метрика є особливо важливою у медичній діагностиці, оскільки зміщення або згладження меж може суттєво вплинути на подальшу клінічну інтерпретацію.

Базова модель U-Net показала очікувано хороші результати: Dice = 0.8476, IoU = 0.7530 та BF1 = 0.6457. Модель добре відтворює форму об’єкта, проте має тенденцію до згладження меж і локальних пропусків у зонах низького контрасту. Attention U-Net продемонструвала незначне покращення площинних метрик (Dice = 0.8525, IoU = 0.7618), що свідчить про здатність механізму уваги ефективніше фокусуватися на релевантних ділянках зображення. Водночас значення BF1 залишилося практично незмінним (0.6434), що вказує на недостатню чутливість моделі до різких градієнтів інтенсивності на межі сегментованого об’єкта.

Запропонована модель GradGAN продемонструвала найвищі значення всіх метрик серед протестованих моделей: Dice = 0.8751, IoU = 0.7949 та BF1 = 0.7042. Поліпшення є суттєвим як у площинних показниках, так і, найголовніше, у точності відтворення контурів. Зростання значення BF1 на понад 6 % порівняно з базовими моделями підтверджує ефективність включення градієнтної компоненти у функцію втрат, яка забезпечує таргетований штраф за нечіткі або зміщені межі. Ініціалізація генератора вагами попередньо натренованого U-Net додатково покращила стабільність та швидкість збіжності.

Таким чином, аналіз кількісних результатів демонструє очевидну перевагу моделі GradGAN над обома порівнюваними базовими моделями. Запропонований метод не лише забезпечує краще відтворення структури ураження, але й досягає вищої точності у збереженні геометрії меж, що є ключовим фактором для медичної сегментації.

3.6 Візуалізація результатів

Для поглибленого аналізу роботи моделей проведено візуальне порівняння сегментаційних масок, графіків навчання та локальних характеристик меж. Візуалізації дозволяють оцінити не лише значення метрик, але й характер помилок, стабільність збіжності та специфічні особливості відтворення контурів.

Візуальні результати експерименту А (400 зображень) наведені на рис. 3.1
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Рисунок 3.1 – Приклади візуалізації результатів роботи моделей

Результати свідчать :

1. U-Net добре передає форму у цілому, площу виділяє стабільно, але часто «згладжує» краї → контури трохи «розмиті» та округлені.

2. GradGAN іноді недосегментує невелику частину (через тиск дискримінатора), але контури різкі, чіткі, різко підкреслені, краще дотримується детальних меж. Отже, стандартні метрики (Dice, IoU) не враховують якість меж, тому ми вводимо метрику Boundary F1 Score.

Графіки для зміни величини втрат для моделе  наведено на рис.3.2
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Рисунок 3.2 – Графік функції втрат

1. Аналіз кривих втрат GradGAN (табл.3.2). Цей графік (рис.3.2,б) відображає криві втрат Генератора ( синя лінія) та Дискримінатора ( помаранчева лінія) протягом 40 епох, що є типовим для архітектур GAN (Generative Adversarial Network).

Таблиця  3.2 – Аналіз кривих втрат GradGAN

	Крива
	Початкове значення
	Кінцеве значення
	Тенденція
	Висновок

	Dloss

(Дискримінатор)
	≈ 0.65
	≈ 0.48
	Значне зниження з сильними коливаннями (особливо після 20-ї епохи).
	Дискримінатор покращує здатність розрізняти справжнє та згенероване, але процес нестабільний

	Gloss

(Генератор)
	≈ 0.26
	≈ 0.29
	Незначне зростання та коливання навколо плато (≈ 0.28-0.30).
	Генератор досяг стабільної якості генерації; $\text{G\_loss}$ є низькою.

	Співвідношення
	
	
	Gloss є стабільно нижчою за Dloss протягом усього навчання.
	Навчання збалансоване (GAN не розвалився), але Dloss коливається сильніше, що є нормальним для GAN.


2. Порівняльний аналіз моделі U-Net

Модель U-Net демонструє криві втрат (рис.3.2, а). В таблиці  3.3 наведено аналіз результатів навчання за графіками втрат.

Таблиця  3.3 – Аналіз графіку втрат для U-Net

	Метрика
	
	Висновок

	trainloss}

(Навчальна)
	Монотонно знижується (від 0.52 до 0.20).
	Модель успішно навчається на тренувальних даних.

	valloss
(Валідаційна)
	Нерівномірно знижується (від 0.45 до 0.21).
	демонструється висока волатильність (коливання) valloss

	Ознаки Overfitting
	Слабші: valloss коливається, але залишається ближче до trainloss (особливо на останніх епохах).
	На обох запусках є ризик перенавчання, але модель, добре узагальнює на кінець навчання.


Порівняння двох моделей наведенов табл.3.4

Таблиця  3.4 - Порівняння GradGAN та  U-Net

	Аспект
	GradGAN
	U-Net

	Ціль
	Генеративно-змагальне навчання (Генерація зображень).
	Сегментація зображень.

	Стабільність
	Низька волатильність Gloss, помірна волатильність Dloss (типово для GAN).
	Висока волатильність valloss та valdice

	Перенавчання
	Модель є збалансованою (низький $\text{G\_loss}$), GAN не розвалився.
	Ознаки перенавчання (trainloss значно нижча за valloss та чутливість до нових даних.

	Ефективність
	Генератор досяг стабільно низьких втрат.
	Модель досягла високої точності 

за короткий час (15 епох).


Обидві архітектури (GradGAN та U-Net) демонструють успішне навчання (зниження втрат, зростання Dice), але U-Net є більш нестабільною на валідаційній вибірці. Це вказує на необхідність використання ранньої зупинки (Early Stopping) та, можливо, посиленої аугментації даних або регуляризації, щоб забезпечити краще узагальнення U-Net та зменшити коливання метрик.

Візуальні приклади сегментації (рис.3.3) демонструють якісний характер покращення результатів GradGAN порівняно з іншими моделями. U-Net загалом коректно окреслює форму ураження, однак має тенденцію до згладження меж та незначних відхилень у зонах низького контрасту. Attention U-Net у деяких випадках точніше відтворює внутрішню структуру ураження, проте загальна якість меж залишається подібною до базової моделі. GradGAN формує маски з чіткішими та рівномірнішими контурами, мінімізуючи локальні фрагментації та «зсуви» меж.

Додатково проведено накладення передбачених масок на вихідні зображення та порівняння з еталонною розміткою. Результати показали, що модель GradGAN краще дотримується реальної геометрії ураження. Аналіз градієнтних карт підтвердив, що саме ця модель точніше відтворює різкі зміни інтенсивності, що зумовлено спеціальною градієнтною компонентою функції втрат.
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Рисунок  3.3 - Візуальні приклади сегментації

На знімках (рис.3.3) представлено порівняння сегментаційних масок і контурів. У другому ряду показані бінарні маски: GT (contour) – істинний контур (червоний), U-Net mask (bin) – контур U-Net (жовтий), GradGAN mask (bin) – контур GradGAN (зелений).

U-Net має тенденцію створювати розмиті (soft) карти ймовірності, що призводить до згладжування контурів у бінарній масці. GradGAN генерує більш бінарні та чіткі карти ймовірності, що дозволяє досягти вищої геометричної точності сегментації, особливо у випадку складних або кутастих форм (як на останньому зображенні рис.3.3).

Аналіз Різниці Масок. Останній стовпець у нижньому ряду показує абсолютну різницю між масками GradGAN і U-Net. Світлі області (білі/сірі) вказують на зони, де моделі дали різний результат.На зображенні 1 та зображенні 2 різниця є мінімальною і зосереджена переважно на межі. Це підтверджує, що для "простих" фігур обидві моделі мають схожу ефективність.На зображенні 3 різниця дещо помітніша, особливо в місцях, де U-Net згладила форму, а GradGAN її утримав. Цей показник підкреслює, що GradGAN сфокусований на деталях контуру, тоді як U-Net більше покладається на загальну форму ймовірнісного розподілу.

Таблиця 3.4 - Інтегральне порівняння ефективності моделей 

	Характеристика
	U-Net (Традиційний Seg)
	GradGAN (GAN-підхід)

	Навчання
	Модель швидко досягає високої метрики Dice (≈ 0.84), але з високою волатильністю валідації.
	Модель навчається у стабільно збалансованому режимі (G_loss низький і стабільний).

	Точність контуру
	Хороша, але схильна до згладжування через розмиті карти ймовірності.
	Висока, оскільки змагальна природа GAN штрафує за нечіткі межі (заохочує бінарність).

	Перевага
	Швидкість навчання, простота архітектури.
	Геометрична чіткість та краща деталізація контуру завдяки дискримінатору, який змушує генератор створювати більш реалістичні (чіткі) маски.


У задачі сегментації GradGAN забезпечує кращу якість контуру (вищу геометричну точність) порівняно з U-Net. Це досягається завдяки змагальній частині архітектури, де дискримінатор вимагає від генератора створення масок, які є чіткішими та більш схожими на бінарні маски Ground Truth, ніж розмиті карти ймовірності, які зазвичай генерує U-Net. Хоча за стандартною метрикою Dice U-Net також показує високий результат, візуально GradGAN є більш надійним для виділення точних меж, що підтверджують чисельні метрики.

Запропонований підхід GradGAN продемонстрував найвищі показники якості сегментації на тестовому наборі ISIC2018. Порівняно з базовими моделями U-Net та Attention U-Net, розроблений метод забезпечив підвищення Dice на 2.5–3%, IoU на 3–4%, а також суттєве покращення BF1 (на 6–7%), що свідчить про значно точніше відтворення меж уражень. Отримані результати підтверджують ефективність комбінованого навчання, яке включає ініціалізацію генератора вагами попередньо натренованого U-Net, градієнтну складову втрат та використання PatchGAN-дискримінатора. Така архітектура дозволила досягнути покращення як на рівні точності сегментації площі ураження, так і на рівні відтворення контурів, що є критично важливим для задач медичної діагностики. Таким чином, запропонований метод продемонстрував суттєву перевагу над сучасними базовими моделями та може бути рекомендований як більш точний інструмент для автоматичного виявлення і сегментації дерматологічних патологій.

Отримані візуалізації підтверджують кількісні висновки щодо суттєвого покращення якості сегментації за допомогою запропонованої моделі. GradGAN забезпечує найбільш чіткі та стабільні контури, що є ключовою вимогою для подальшого клінічного використання.

ВИСНОВКИ

У магістерській роботі розроблено, теоретично обґрунтовано та експериментально підтверджено ефективність нового методу сегментації медичних зображень на основі модифікованої моделі GradGAN, що поєднує генератор на архітектурі U-Net, градієнтну функцію втрат та PatchGAN-дискримінатор. Цей метод спрямований на підвищення точності виділення меж патологічних утворень, що є ключовим аспектом для клінічної інтерпретації результатів сегментації.

У роботі виконано такі основні завдання:

Проведено аналіз сучасних підходів до семантичної сегментації медичних зображень, включаючи U-Net, Attention U-Net та GAN-орієнтовані методи, а також визначено їх обмеження у задачах сегментації тонких та нерівномірних контурів.

Розроблено архітектуру удосконаленого сегментатора, що поєднує переваги U-Net та PatchGAN, а також доповнена градієнтною складовою втрат, яка підсилює здатність моделі відтворювати контури уражень.

Побудовано повний експериментальний конвеєр, що включає підготовку датасету ISIC2018, навчання базових моделей, pre-training U-Net, fine-tuning GradGAN, обчислення метрик Dice, IoU та Boundary F1, а також візуальний аналіз результатів.

Підтвердження наукової новизни

Наукова новизна роботи підтверджена теоретичним обґрунтуванням архітектури та результатами експериментів і полягає у такому:

1. Запропоновано модифікований GAN-орієнтований метод сегментації, у якому генератор на базі U-Net удосконалено за допомогою градієнтної функції втрат Sobel-типу.

Це дозволило моделі враховувати локальні зміни яскравості та формувати чіткіші межі, що підтверджено приростом метрики BF1 приблизно на 6–7% порівняно з базовими моделями.

2. Реалізовано використання попередньо натренованого U-Net як початкових ваг для генератора GradGAN (transfer learning + fine-tuning), що забезпечило стабільнішу збіжність та вищу якість сегментації.

У ході експериментів продемонстровано перевагу такого підходу над навчанням з нуля — зокрема приріст Dice та IoU на 2.5–4%.

3. Досягнуто суттєвого підвищення точності сегментації медичних зображень у порівнянні з сучасними моделями U-Net та Attention U-Net.

Розроблений метод показав найкращі результати на тестовій множині ISIC2018: Dice = 0.8751, IoU = 0.7949, BF1 = 0.7042, що свідчить про його перевагу у точності і локалізації меж патологічних утворень.

Розроблений метод GradGAN може бути використаний у практичних системах комп’ютерної діагностики, у наукових дослідженнях з аналізу дерматологічних зображень та як основа для подальших модифікацій й удосконалень методів глибинного навчання в медицині.
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